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Kapitel 1

Klassische Extremwerttheorie

Dieses Kapitel beschäftigt sich mit den Grundlagen der klassischen Extremwerttheorie und
ist damit fundamental für die weitere Arbeit. Das zentrale Ergebnis ist das Fisher-Tippett
Theorem, welches die Form der Grenzverteilung von zentrierten und normierten Maxima be-
schreibt. Es gibt drei Arten von Grenzverteilungen auch Extremwertverteilungen genannt,
für welche in Kapitel 1.3 der jeweilige Anziehungsbereich von geeignet normierten Maxima
bestimmt wird. Weiters wird noch eine Verallgemeinerung zur verallgemeinerten Extremwert-
verteilung päsentiert, welche in praktischen Anwendungen von größter Bedeutung ist.

1.1 Grenzwerteigenschaften von Maxima

In diesem Kapitel ist X,X1, X2, ... eine Folge von u.i.v. nicht degenerierten Zufallsvariablen
mit gemeinsamer Verteilungsfunktion F . Mit

M1 = X1, Mn = max(X1, X2, ..., Xn), n ≥ 2

wird das Stichprobenmaximum bezeichnet. Alle Resultate über Maxima können auch analog
für Minima gewonnen werden, denn

min(X1, ..., Xn) = −max(−X1, ...,−Xn).

Die exakte Verteilung des Maximums Mn kann unmittelbar abgeleitet werden:

P (Mn ≤ x) = P (X1 ≤ x, ...,Mn ≤ x) = Fn(x), x ∈ R, n ∈ N.

Extreme Ereignisse befinden sich immer in der Nähe des oberen Endes des Trägers der Ver-
teilung, also muss intuitiv das asymptotische Verhalten von Mn in enger Beziehung mit dem
rechten Rand der Verteilung stehen. Sei

xF = sup{x ∈ R : F (x) < 1}

der rechte Endpunkt der Verteilung F , dann folgt unmittelbar, für alle x < xF ,

P (Mn ≤ x) = Fn(x) → 0, n → ∞

und im Fall xF <∞, x ≥ xF ,

P (Mn ≤ x) = Fn(x) = 1.
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Ingesamt gilt Mn
P→ xF , n → ∞, xF ≤ ∞ und weil die Folge (Mn) nichtfallend in n ist,

konvergiert Mn sogar fast sicher, also

Mn
f.s.→ xF , n→∞. (1.1)

Dieser Fakt enthällt allerdings nur wenig Information, anders als schwache Konvergenzeigen-
schaften von zentrierten und normierten Maxima. Dazu betrachtet man Wahrscheinlichkeiten
der Form

P (c−1
n (Mn − dn) ≤ x) = P (Mn ≤ un), (1.2)

wobei un = un(x) = cnx+ dn. Die Frage ist nun:

Welche Bedingungen an F garantieren, dass eine Grenzverteilung von P (Mn ≤ un),
n→∞ f ür geeignete Konstanten un existiert?

Es wird gezeigt, dass bestimmte Stetigkeitseigenschaften der Zuverlässigkeitsfunktion
F = 1 − F notwendig sind. Diese Eigenschaften schließen viele wichtige Verteilungen
aus. Sei z.B. F poissonverteilt, dann hat P (Mn ≤ un) keinen Grenzwert in (0, 1), egal
welche Konstanten un gewählt werden. Das impliziert, dass normalisierte Maxima von u.i.v.
poissonverteilten Zufallsvariablen keine nicht degenerierten Grenzverteilungen besitzen.
Um obige Frage im Detail zu beantworten, beginnen wir mit einigen Standarderkenntnissen,
welche für die weiteren Ergebnisse des Kapitels hilfreich sind.

Proposition 1.1.1 (Poisson Approximation). Für gegebenes τ ∈ [0,∞] und einer Folge (un)
von reellen Zahlen sind folgende Punkte äquivalent:

nF (un) → τ (1.3)

P (Mn ≤ un) → e−τ (1.4)

Beweis. Sei zunächst 0 ≤ τ <∞. Wenn (1.3) gilt, dann gilt

P (Mn ≤ un) = Fn(un) = (1− F (un))n =
(
1− τ

n + o(n−1)
)n
,

was (1.4) impliziert. Gilt umgekehrt (1.4), dann folgt F (un)→ 0, denn sonst würde P (Mnk ≤
unk)→ 0 für eine Teilfolge (unk) gelten. Nimmt man den Logarithmus in (1.4) erhält man

−n ln(1− F (un))→ τ.

Wegen − ln(1− x) ∼ x für x→ 0 folgt nun nF (un) = τ + o(1) und daraus wiederum (1.3).
Wenn nun τ =∞ und (1.3), aber (1.4) nicht, dann gibt es eine Teilfolge (nk), sodass P (Mnk ≤
unk) → exp(−τ ′) für k → ∞ für ein τ ′ < ∞. Aber dann impliziert (1.4) (1.3) so, dass
nkF (unk)→ τ ′ <∞, was (1.3) mit τ =∞ widerspricht. Die umgekehrte Richtung für τ =∞
ist ähnlich zu zeigen.

Bemerkung. Sei (u
(τ)
n ) eine Folge welche (1.3) für ein τ > 0 erfüllt, dann kann man eine

solche Folge für jedes τ > 0 finden. Erfüllt nämlich (u
(1)
n ) (1.3) für τ = 1, dann erfüllt

(u
(τ)
n ) = (u

(1)
[n/τ ]) (1.3) für ein beliebiges τ > 0.

Wegen (1.1) konvergiert (Mn) f.s. zum rechten Endpunkt xF der Verteilung F und
deshalb
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P (Mn ≤ x) →

{
0 für x < xF ,

1 für x > xF .

Folgendes Korollar erweitert dieses 0− 1 Verhalten.

Korollar 1.1.2. Sei xF <∞ und

F (xF−) = F (xF )− F (xF−) > 0.

Dann gilt für jede Folge (un) mit

P (Mn ≤ un) → ρ

entweder ρ = 0 oder ρ = 1.

Beweis. Wegen 0 ≤ ρ ≤ 1, kann man ρ = exp(−τ) für 0 ≤ τ ≤ ∞ schreiben. Nach
Proposition 1.1.1 gilt nF (un) → τ für n → ∞. Wenn nun un < xF für unendlich viele n
dann gilt F (un) ≥ F (xF−) > 0 für diese n und damit auch τ = ∞. Die andere Möglichkeit
ist, dass un ≥ xF für alle hinreichend großen n, was nF (un) = 0 impliziert und damit τ = 0.
Also ergibt τ =∞ oder 0 genau ρ = 0 oder 1.

Das Korollar zeigt insbesondere, dass für Verteilungen mit einem Sprung an der Stelle
xF < ∞ keine nicht degenerierte Grenzverteilung von Mn existiert, unabhängig von der
Normierung.
Ein ähnliches Resultat gilt für bestimmte Verteilungen mit unendlichem rechten Endpunkt,
wie man in der folgenden Charakterisierung sieht. Für einen Beweis des Satzes wird auf die
Literatur verwiesen.

Satz 1.1.3. Sei F eine Verteilung mit xF ≤ ∞ und τ ∈ (0,∞). Dann existiert eine Folge
(un) mit nF (un)→ τ genau dann wenn

lim
x↑xF

F (x)

F (x−)
= 1. (1.5)

Dieses Resultat gilt insbesondere für diskrete Verteilungen mit unendlichem rechten End-
punkt. Denn wenn die Sprunghöhen nicht hinreichend schnell abklingen, dann gibt es keine
nicht degenerierte Grenzverteilung der Maxima. Im diskreten Fall mit xF = ∞ wird 1.5 zu
F (n)/F (n− 1)→ 1 für n→∞.
Diese Betrachtungen zeigen das komplizierte Verhalten von (Mn).

Beispiel 1.1.4 (Poisson Verteilung). P (X = k) = e−λλk/k!, k ∈ N0, λ > 0.
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Dann gilt

F (k)

F (k − 1)
= 1− F (k)− F (k − 1)

F (k − 1)

= 1− λk

k!

( ∞∑
r=k

λr

r!

)−1

= 1−

(
1 +

∞∑
r=k+1

k!

r!
λr−k

)−1

.

Die letzte Summe kann abgeschätzt werden durch

∞∑
s=1

λs

(k+1)(k+2)···(k+s) ≤
∞∑
s=1

(
λ
k

)s
= λ/k

1−λ/k , k > λ,

was für k → ∞ gegen 0 konvergiert und damit F (k)/F (k − 1) → 0. Satz 1.1.3 zeigt nun,
dass keine nicht degenerierte Grenzverteilung für Maxima existiert und weiters, dass kein
Grenzwert der Form P (Mn ≤ un)→ ρ ∈ (0, 1) existiert, unabhängig von (un).

Beispiel 1.1.5 (Geometrische Verteilung). P (X = k) = p(1− p)k−1, k ∈ N, 0 < p < 1.

In diesem Fall gilt dann

F (k)

F (k−1)
= 1− (1− p)k−1

( ∞∑
r=k

(1− p)r−1

)−1

= 1− p ∈ (0, 1).

Also hat P (Mn ≤ un) → ρ wieder nur p = 0 oder 1 als möglichen Grenzwert. In der Ex-
tremwerttheorie nimmt die geometrische Verteilung aber dennoch einen wichtigen Platz ein,
z.B. wenn man die Länge der längsten Aufwärtsphase in Random Walks modellieren will.
Für Details siehe [Embrechts 1997, Kapitel 8.5].

1.2 Schwache Konvergenz von Maxima unter affinen Trans-
formationen

Wir kommen nun zum Hauptthema des Kapitels zurück, nämlich die Charakterisierung von
möglichen Grenzverteilungen von Maxima Mn von u.i.v. Folgen (Xn) unter positiv affinen
Transformationen, also

c−1
n (Mn − dn)

d→ H, n→∞. (1.6)

Dazu definieren wir eine bestimmte Klasse von Verteilungen:

Definition 1.2.1 (Max-stabile Verteilungen). Eine nicht degenerierte Zufallsvariable X (die
zugehörige Verteilungsfuntion F ) heißt max-stabil wenn sie

max(X1, ..., Xn)
d
= cnX + dn (1.7)

für u.i.v. X,X1, ..., Xn, geeignete Konstanten cn > 0, dn ∈ R und alle n ≥ 2 erfüllt.
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Bemerkung. Die Zentrierungskonstante dn und die Normalisierungskonstante cn werden in
Folge als Normierungskonstanten bezeichnet.

Unter der Annahme, dass (Xn) eine max-stabile u.i.v Folge ist, kann man (1.7) auch
als

c−1
n (Mn − dn)

d
= X (1.8)

schreiben. Daraus folgt unmittelbar, dass jede max-stabile Verteilung eine Grenzverteilung
für Maxima von u.i.v. Zufallsvariablen ist. Der folgende Satz zeigt sogar, dass diese die einzig
möglichen Grenzverteilungen sind.

Satz 1.2.2. Die Klasse der max-stabilen Verteilungen stimmt mit der Klasse aller möglichen
(nicht degenerierten) Grenzverteilungen für geeignet normierte Maxima von u.i.v. Zufallsva-
riablen überein.

Für einen Beweis benötigt man zunächst den Satz von Kinchin. Der Beweis dieses Satzes
wiederum befindet sich in [Löwe 2008] und wird hier nicht angeführt.

Satz 1.2.3 (Kinchin). Es sei G eine nicht degenerierte Verteilungsfunktion und (Fn)n eine
Folge von Verteilungsfunktionen. (αn) und (βn) seien Folgen reeller Zahlen mit αn > 0 und
es gelte

Fn(αnx+ βn)→ G(x), n→∞.

Dann gilt folgende Äquivalenz: Für Folgen reeller Zahlen (α̃n) und (β̃n) mit α̃n > 0 und eine
geeignete nicht degenerierte Verteilungsfunktion G̃ gilt genau dann

Fn(α̃nx+ β̃n)→ G̃(x), n→∞,

wenn Konstanten α > 0 und β ∈ R existieren mit

α̃n
αn
→ α und β̃n−βn

αn
→ β.

In diesem Fall gilt G̃(x) = G(αx+ β).

Beweis von Satz 1.2.2. Es ist noch zu zeigen, dass die Grenzverteilung von affin transfor-
mierten Maxima max-stabil ist. Sei also

lim
n→∞

Fn(cnx+ dn) = H(x), x ∈ R,

für eine nicht degenerierte Verteilungsfunktion H. (Hier wurde angenommen, dass H eine
stetige Funktion auf ganz R ist, was in Satz 1.2.4 präzisiert wird.) Dann gilt für alle k ∈ N

lim
n→∞

Fnk(cnx+ dn) = ( lim
n→∞

Fn(cnx+ dn))k = Hk(x), x ∈ R

und insbesondere auch

lim
n→∞

Fnk(cnkx+ dnk) = H(x), x ∈ R.

Nun gibt es nach Satz 1.2.3 mit G̃(x) = H(x) und G(x) = Hk(x) Konstanten c̃k und d̃k
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cnk
cn
→ c̃k und dnk−dn

cn
→ d̃k

und daraus folgt H(x) = Hk(c̃kx+ d̃k). Also ist H max-stabil.

Folgendes ist das Standardresultat der klassischen Extremwerttheorie.

Satz 1.2.4 (Fisher-Tippett Theorem). Sei (Xn) eine Folge von u.i.v. Zufallsvariablen. Wenn
es Normierungskonstanten cn > 0, dn ∈ R und eine nicht degenerierte Verteilung H gibt,
sodass

c−1
n (Mn − dn)

d→ H (1.9)

gilt, dann besitzt H eine der folgenden drei Verteilungen:

Fréchet : Φα(x) =

{
0, x ≤ 0

exp(−x−α), x > 0
α > 0.

Weibull : Ψα(x) =

{
exp(−(−x)α), x ≤ 0

1, x > 0
α > 0.

Gumbel : Λ(x) = exp(−e−x), x ∈ R.

Beweisskizze. Ein vollständiger Beweis befindet sich in [Löwe 2008], hier wird nur eine
kurze Beweisskizze dargestellt. Der Hauptteil des Beweises geht wieder auf den Satz von
Kinchin zurück. In der Tat folgt aus (1.9) für alle t > 0

F [nt](c[nt]x+ d[nt])→ H(x), x ∈ R,

wobei [·] den ganzzahligen Anteil einer Zahl zurückgibt. Weiters gilt

F [nt](cnx+ dn) = (Fn(cnx+ dn))[nt]/n → Ht(x),

und nach dem Satz von Kinchin gibt es Funktionen γ(t) > 0, δ(t) ∈ R mit

cn
c[nt]

= γ(t),
dn−d[nt]
c[nt]

= δ(t), t > 0

und

Ht(x) = H(γ(t)x+ δ(t)). (1.10)

Weiters muss für s, t > 0

γ(st) = γ(s)γ(t), δ(st) = δ(s)γ(t) + δ(t) (1.11)

gelten. Die Lösung der Gleichungen (1.10) und (1.11) führt auf die drei Typen Φα, Ψα und
Λ.

Bemerkungen. 1) Die Grenzverteilung in (1.9) ist nur bis auf affine Transformationen ein-
deutig. Sei

lim
n→∞

P (c−1
n (Mn − dn) ≤ x) = H(cx+ d),
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Abb. 1: Dichten der Standard Extremwertverteilungen. Es wurde α = 1 für die Fréchet- und
Weibullverteilung gewählt.

dann ist H(x) ebenfalls Grenzverteilung unter einer Transformation der Normierungskonsan-
ten:

lim
n→∞

P (c̃−1
n (Mn − d̃n) ≤ x) = H(x)

mit c̃n = cn/c und d̃n = dn − dcn/c.
2) Die Verteilungen Φα(x),Ψα(x) und Λ(x) stehen in enger Beziehung, denn für X > 0 gilt

X ∼ Φα ⇐⇒ lnXα ∼ Λ⇐⇒ −X−1 ∼ Ψα.

Definition 1.2.5 (Extremwertverteilung und extremale Zufallsvariable). Die Verteilungen
Φα, Ψα und Λ wie in Satz 1.2.4 heißen Standard Extremwertverteilungen, die zugehörigen
Zufallsvariablen Standard Extremale Zufallsvariable. Verteilungen der gleichen Typen heißen
Extremwertverteilungen; die zugehörigen Zufallsvariablen Extremale Zufallsvariablen.

Nach Satz 1.2.4 sind die Extremwertverteilungen genau die max-stabilen Verteilungen. Also
erfüllt jede extremale Zufallsvariable (1.8) und insbesondere gilt für die drei Fälle in Satz
1.2.4:

Fréchet : Mn = n1/αX

Weibull : Mn = n−1/αX

Gumbel : Mn = X + ln(n).
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Beispiel 1.2.6 (Maxima von exponentialverteilten Zufallsvariablen). Sei (Xi) eine un-
abhängige Folge von standard exponentialverteilten Zufallsvariablen, dann gilt

P (Mn − ln(n) ≤ x) = (P (X ≤ x+ ln(n)))n

= (1− n−1e−x)n

→ exp(−e−x) = Λ(x), x ∈ R.

Siehe auch Abb. 2.
Zum Vergleich gilt auch für u.i.v. Gumbel Zufallsvariablen (Xi),

P (Mn − ln(n) ≤ x) = Λ(x), x ∈ R.
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Abb. 2: Die Verteilungsfunktion von P (Mn − ln(n) ≤ x) für n u.i.v standard Exponen-
tial Zufallsvariablen und die Gumbelverteilungsfunktion (links). Rechts der relative Fehler
(P (Mn − ln(n) > x)/Λ(x))− 1.

1.3 Maximum-Anziehungsbereiche und Normierungskonstan-
ten

Nachdem wir im vorigen Abschnitt die Extremwertverteilungen als Grenzwerte normierter
Maxima identifiziert haben, siehe Satz 1.2.4, beschäftigt sich dieser Abschnitt mit der Frage:

Welche Bedingungen an F implizieren die schwache Konvergenz der normierten Maxima
Mn gegen eine gegebene Extremwertverteilung H?

Ähnlich dazu ist auch die Frage:

Wie müssen die Normierungskonstanten cn > 0 und dn ∈ R gewählt werden damit
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c−1
n (Mn − dn)

d→ H? (1.12)

Definition 1.3.1 (Anziehungsbereich). Die Zufallsvariable X (die Verteilungsfunktion F
von X, die Verteilung von X) liegt im Anziehungsbereich der Extremwertverteilung H, wenn
es Konstanten cn > 0,dn ∈ R gibt, sodass (1.12) gilt. Wir schreiben dann X ∈ MDA(H)
(F ∈MDA(H)).

Bemerkung. Die Extremwertverteilungen sind stetig auf R und somit ist c−1
n (Mn−dn)

d→ H
äquivalent zu

lim
n→∞

P (Mn ≤ cnx+ dn) = lim
n→∞

Fn(cnx+ dn) = H(x), x ∈ R.

Folgendes Resultat ist eine direkte Konsequenz von Proposition 1.1.1 und findet Anwendung
in einigen der Beweise der folgenden Sätze dieses Abschnitts.

Proposition 1.3.2 (Charakterisierung von MDA(H)). Eine Verteilungsfunktion F gehört
zum Anziehungsbereich einer Extremwertverteilung H mit Normierungskonstanten cn >
0, dn ∈ R genau dann wenn

lim
n→∞

nF (cnx+ dn) = − ln(H(x)), x ∈ R.

Wenn H(x) = 0 wird der Grenzwert als ∞ interpretiert.

In der Folge werden für alle Standardextremwertverteilungen die Anziehungsbereich be-
stimmt. Für die Fréchetverteilung Φα und die Weibullverteilung Ψα verwenden wir das Kon-
zept der regulären Variation, dabei ist Zuverlässigkeitsfunktion einer Verteilung F regulär
variierend mit Index −α, α ≥ 0, wenn

lim
x→∞

F (xt)

F (x)
= t−α, t > 0.

Wir schreiben dafür F ∈ R−α. Die wichtigsten Eigenschaften von regulär variierenden Funk-
tionen findet man in [Embrechts 1997, A.3]. Wichtig ist auch noch die Klasse der langsam
variierenden Funktionen. Eine Funktion L ist langsam variierend, in Zeichen L ∈ R0 genau
dann, wenn

lim
x→∞

L(tx)
L(x) = 1, t > 0

gilt. Im Gegensatz dazu ist der Anziehungsbereich der Gumbelverteilung Λ schwieriger zu
charakterisieren, siehe Abschnitt 1.3.3.

Das folgende Konzept bildet eine Äquivalenzrelation auf der Menge aller Verteilungsfunktio-
nen.

Definition 1.3.3 (Tailäquivalenz). Zwei Verteilungsfunktionen F und G heißen
tailäquivalent wenn sie den gleichen rechten Endpunkt besitzen, also xF = xG, und

lim
x↑xF

F (x)/G(x) = c

für ein 0 < c <∞.

Es wird gezeigt, dass jeder Anziehungsbereich abgeschlossen bis auf Tailäquivalenz ist, d.h.
für tailäquivalente F und G gilt F ∈ MDA(H) genau dann wenn G ∈ MDA(H). Es gilt
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sogar, dass für tailäquivalente Verteilungen die gleichen Normierungskonstanten gewählt
werden können.

Nachdem das Stichprobenmaximum Mn die empirische Version des (1 − n−1)-Quantils der
zugrundeliegenden Verteilung F ist, erscheint dieses angemessen als Zentrierungskonstante.
Quantile werden über die Inverse der Verteilung gewonnen welche im Allgemeinen nicht streng
monoton ist. Die verallgemeinerte Inverse wird mit F←(t) bezeichnet und auch Quantilfunk-
tion genannt.

1.3.1 Anziehungsbereich der Frechétverteilung Φα = exp(−x−α)

Sei x nahe ∞, sodass −x−α nahe bei 0, dann folgt unter Verwendung der Taylorreihenent-
wicklung

1− Φα(x) = 1− exp(−x−α) ∼ 1− 1 + x−α/1! = x−α.

Also verhält sich der Rand von Φα wie ein Polynom.
Für ein F ∈ MDA(H) können die Konstanten dn = 0 gewählt werden (Zentrieren ist nicht
nötig.) und cn kann über die Quantilfunktion bestimmt werden. Genauer gilt

cn = F←(1− n−1) = inf{x ∈ R : F (x) ≥ 1− n−1}
= inf{x ∈ R : (1/F (x) ≥ n} (1.13)

= (1/F )←(n).

Satz 1.3.4 (MDA(Φα)). Die Verteilung F gehört zum Anziehungsbereich von Φα, α > 0,
genau dann wenn F = x−αL(x) für eine langsam variierende Funktion L.
Wenn F ∈MDA(Φα), dann

c−1
n Mn

d→ Φα, (1.14)

wobei die Normierungskonstante cn gemäß (1.13) gewählt werden kann.

Beweis. Sei F (x) ∈ R−α für α > 0 und cn wie in (1.13) dann gilt wegen regulärer Variation,

F (cn) ∼ n−1, n→∞, (1.15)

und damit F (cn)→ 0, was wiederum cn →∞ impliziert. Für x > 0 gilt dann,

nF (cnx) ∼ F (cnx)

F (cn)
→ x−α, n→∞.

Für x < 0 folgt unmittelbar Fn(cnx) ≤ Fn(0) → 0, weil F (0) < 1 gelten muss für regulär
variierende Funktionen. Nach Proposition 1.3.2 gilt dann F ∈MDA(Φα).
Im umgekehrten Fall führt lim

n→∞
Fn(cnx + dn) = Φα(x) für alle x > 0 und geeignete cn >

0, dn ∈ R auf

lim
n→∞

Fn(c[ns]x+ d[ns]) = Φ
1/s
α (x) = Φα(s1/αx), s > 0, x > 0.

Wegen Satz 1.2.3 gibt es dann Konstanten
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c[ns]/cn → s1/α und (d[ns] − dn)/cn → 0,

woraus cn → ∞ folgt. Sei nun dn = 0, dann gilt nF (cnx) → x−α sodass F ∈ R−α nach
[Embrechts 1997, Proposition A3.8(a)]. Der Fall dn 6= 0 wird hier, aufgrund seiner Länge,
nicht behandelt.

Beachte, dass dieses Resultat impliziert, dass jede Verteilung F ∈MDA(Φα) einen unendli-
chen rechten Endpunkt xF =∞ besitzt.

Zusammengefasst gilt:

F ∈MDA(Φα)⇐⇒ F ∈ R−α

In dieser Klasse von Verteilungen befinden sogenannte
”
heavy tail“Verteilungen, im Sinne

von E(X+)δ = ∞ für δ > α, welche zur Modellierung von großen Versicherungsansprüchen
und Preisschwankungen geeignet sind.

Von Mises fand einige einfach zu überprüfende Bedingungen an die Dichte einer Verteilung
um zu einem Anziehungsbereich zu gehören. Folgendes ist eine direkte Konsequenz aus
[Embrechts 1997, Proposition A3.8].

Korollar 1.3.5 (Von Mises Bedingung). Sei F eine absolut stetige Verteilungsfunktion mit
Dichte f , welche

lim
x→∞

xf(x)

F (x)
= α > 0 (1.16)

erfüllt, dann gilt F ∈MDA(Φα).

Die Klasse von Verteilungen F mit regulär variierenden Tail F ist offensichtlich abgeschlossen
bezüglich Tailäquivalenz (Definition 1.3.3).

Proposition 1.3.6 (Abgeschlossenheit von MDA(Φα)). Seien F und G Verteilungsfunktio-
nen und F ∈MDA(Φα) mit Normierungskonstante cn > 0, d.h.

lim
n→∞

Fn(cnx) = Φα(x), x > 0. (1.17)

Dann gilt

lim
n→∞

Gn(cnx) = Φα(cx), x > 0,

für ein c > 0 genau dann wenn F und G tailäquivalent sind mit

lim
x→∞

F (x)/G(x) = cα.

Beweis der Suffizienz. Hier wird nur bewiesen, dass Tailäquivalenz hinreichend ist. Sei
also F (x) ∼ qG(x) für x→∞ für ein q > 0. Nach Proposition 1.3.2 ist die Bedingung (1.17)
äquivalent zu

lim
n→∞

nF (cnx) = x−α

für alle x > 0. Für solche x gilt cnx→∞ für n→∞ und damit, wegen Tailäquivalenz,
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nG(cnx) ∼ nq−1F (cnx)→ q−1x−α

und wieder mit Proposition (1.3.2),

lim
n→∞

Gn(cnx) = exp
(
−(q1/αx)−α

)
= Φα(q1/αx).

Mit c = q1/α folgt nun die Aussage.

Zusammenfassend:

MDA(Φα) enthällt Verteilungen, welche die von Mises Bedingung (1.16) erfüllen und deren
tailäquivalente Verteilungen.

Beispiel 1.3.7 (Paretoartige Verteilungen). Einige der wichtigsten Vertreter der paretoarti-
gen Verteilungen sind die Cauchy-, Burr- und Paretoverteilung und auch die α-stabilen Ver-

teilungen mit α < 2. Dabei ist die Burrverteilung definiert durch F (x;α, κ, τ) = 1−
(

κ
κ+xτ

)α
.

Für τ = 1 stimmt diese mit der Paretoverteilung überein. Eine Zufallsvariable X ist α-stabil
genau dann wenn sie für u.i.v. X,X1, ..., Xn

X1 +X2 + · · ·+Xn ∼ n1/αX

für alle n ∈ N und α ∈ (0, 2] erfüllt. Zwei wichtige Spezialfälle sind die Cauchyverteilung
für α = 1 und die Normalverteilung mit Erwartungswert 0 für α = 2. Zu beachten ist
hier, dass die Normalverteilung nicht im Anziehungsbereich der Frechétverteilung liegt. Die
Cauchyverteilung wird im nächsten Beispiel noch genauer betrachtet.

All diese Verteilungen sind paretoartig in dem Sinne, dass ihre rechten Tails von der Form

F (x) ∼ Kx−α, x→∞,

für ein K,α > 0. Offensichtlich gilt F ∈ R−α was F ∈ MDA(Φα) impliziert. Als Normie-
rungskonstante kann cn = (Kn)1/α gewählt werden, siehe Satz 1.3.4.
Dann gilt

(Kn)−1/αMn
d→ Φα.

Beispiel 1.3.8 (Maxima von Cauchyverteilten Zufallsvariablen). Sei (Xi) eine Folge von u.i.
cauchyverteilten Zufallsvariablen. Die Standardcauchyverteilung ist absolut stetig mit Dichte

f(x) = (π(1 + x2))−1, x ∈ R

Mit der Regel von l‘Hospital folgt

lim
x→∞

F (x)
(πx)−1 = lim

x→∞
f(x)

π−1x−2 = lim
x→∞

πx2

π(1+x2)
= 1,
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was F (x) ∼ (πx)−1 ergibt. Das impliziert

P (Mn ≤
nx

π
) =

(
1− F (

nx

π
)
)n

=

(
1− 1

nx
+ o(1)

)n
→ exp(−x−1) = Φ1(x), x > 0.
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Abb. 3: Die Verteilungsfunktion von P (Mn ≤ nx/π) für n u.i.v Cauchy Zufallsvaria-
blen und die Frechéchetverteilungsfunktion (links). Rechts der relative Fehler (P (Mn >
nx/π)/Φ1(x))− 1.

1.3.2 Anziehungsbereich der Weibullveteilung Ψα(x) = exp(−(−x)α)

In Abschnitt 1.2 wurde bereits bemerkt, dass Ψα und Φα eng verknüpft sind, nämlich

Ψα(−x−1) = Φα(x), x > 0.

Das legt die Vermutung nahe, dass MDA(Ψα) und MDA(Φα) ebenfalls eng verbunden sind.
Folgender Satz bestätigt dies.

Satz 1.3.9 (MDA(Ψα)). Die Verteilung F gehört zum Anziehungsbereich von Ψα, α > 0,
genau dann wenn xF <∞ und F (xF−x−1) = x−αL(x) für eine langsam variierende Funktion
L.
Wenn F ∈MDA(Ψα), dann gilt

c−1
n (Mn − xF )

d→ Ψα, (1.18)

wobei die Normierungskonstanten als cn = xF − F←(1 − n−1) und dn = xF gewählt werden
können.



20 KAPITEL 1. KLASSISCHE EXTREMWERTTHEORIE

Beweisskizze. Der Beweis der Notwendigkeit wird hier nicht angeführt. Die Suffizienz kann
durch die Verbindung zwischen Φα und Ψα gezeigt werden, siehe Bemerkung 2 in Kapitel
1.2. Sei also xF <∞ und F (xF − x−1) = x−αL(x) und sei F∗ definiert durch

F∗(x) = F (xF − x−1), x > 0, (1.19)

dann gilt F ∗ ∈ R−α sodass nach Satz 1.3.4 F∗ ∈ MDA(Φα) mit Normierungskonstanten
c∗n = F←∗ (1−n−1) und d∗n = 0. Der verbleibende Teil des Beweises der Suffizienz ist nun sehr
naheliegend. In der Tat impliziert F∗ ∈MDA(Φα) für x > 0

Fn∗ (c∗nx)→ Φα,

also

Fn(xF − (c∗nx)−1)→ exp(−x−α).

Mit der Substitution x = −y−1 gilt nun

Fn(xF + y/c∗n)→ exp(−(−y)α), y < 0. (1.20)

Schließlich gilt

c∗n = F←∗ (1− n−1)

= inf{x ∈ R : F (xF − x−1) ≥ 1− n−1}
= inf{(xF − u)−1 : F (u) ≥ 1− n−1}
= (xF − inf{u : F (u) ≥ 1− n−1})−1

= (xF − F←(1− n−1))−1,

woraus die Suffizienz folgt.

Zusammenfassend gilt also

F ∈MDA(Ψα)⇐⇒ xF <∞, F (xF − x−1) ∈ R−α.

MDA(Ψα) besteht also aus Verteilungen mit endlichen rechten Endpunkt und sind aus
diesem Grund wohl nicht die beste Wahl um Extreme aus Versicherungs- und Finanzma-
thematik zu modellieren. Wie auch im vorigen Abschnitt werden noch Bedingungen an die
Dichte einer Verteilung angeführt um in MDA(Ψα) zu liegen. Das Korollar 1.16 kann für
F ∈MDA(Ψα) umformuliert werden.

Korollar 1.3.10 (Von Mises Bedingung). Sei F eine absolut stetige Verteilungsfunktion mit
Dichte f , welche positiv auf einem endlichen Intervall (z, xF ) ist und

lim
x→∞

(xF − x)f(x)

F (x)
= α > 0 (1.21)

erfüllt, dann gilt F ∈MDA(Ψα).

Mit der Transformation F∗(x) = F (xF − x−1), x > 0 kann Proposition 1.3.6 umformuliert
werden.
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Proposition 1.3.11 (Abgeschlossenheit von MDA(Ψα)). Seien F und G Verteilungsfunktio-
nen mit rechten Endpunkten xF = xG < ∞ und F ∈ MDA(Ψα) mit Normierungskonstante
cn > 0, d.h.

lim
n→∞

Fn(cnx+ xF ) = Ψα(x), x < 0. (1.22)

Dann gilt

lim
n→∞

Fn(cnx+ xF ) = Ψα(cx), x < 0,

für ein c > 0 genau dann wenn F und G tailäquivalent sind mit

lim
x→∞

F (x)/G(x) = c−α.

Beachte, dass nach [Embrechts 1997, Theorem A3.3] jede Verteilung F ∈ MDA(Ψα)
tailäquivalent zu einer absolut stetigen Verteilung ist, welche (1.21) erfüllt. Zusammenge-
fasst gilt wieder

MDA(Ψα) besteht aus Verteilungen, welche die von Mises Bedingung (1.21) erfüllen und
deren tailäquivalenten Verteilungen.

Beispiel 1.3.12 (Gleichverteilung auf (0, 1)). Offensichtlich ist xF = 1 und F (1 − x−1) =
x−1 ∈ R−1. Mit Satz 1.3.9 folgt F ∈ MDA(Ψ1). Wegen F (1 − n−1) = n−1 kann cn = n−1

gewählt werden. Insgesamt gilt also

n(Mn − 1)
d→ Ψ1.

Beispiel 1.3.13 (Polynomartiges Verhalten bei xF ). Sei F eine Verteilungsfunktion mit
rechten Endpunkt xF und Tail

F (x) = K(xF − x)α, xF −K1/α ≤ x ≤ xF , K, α > 0.

Nach Satz 1.3.9 gilt dann F ∈ MDA(Ψα). Die Normierungskonstante cn kann so gewählt
werden, dass F (xF − cn) = n−1, d.h. cn = (nK)−1/α. Also gilt

(nK)1/α(Mn − xF )
d→ Ψα.

Beispiel 1.3.14 (Betaverteilung). Die Betaverteilung ist absolut stetig mit Dichte

f(x) = Γ(a+b)
Γ(a)Γ(b)x

α−1(1− x)b−1, 0 < x < 1, a, b > 0.

Beachte, dass f(1 − x−1) regulär variierend mit Index −(b − 1) ist und daraus folgt mit
[Embrechts 1997][Theorem A3.6]

F (1− x−1) =
∫ 1

1−x−1 f(y)dy =
∫∞
x f(1− y−1)y−2dy ∼ x−1f(1− x−1).

Also ist F (1− x−1) regulär variierend mit Index −b und

F ∼ Γ(a+b)
Γ(a)Γ(b+1)(1− x)b, x ↑ 1.

Daraus folgt, dass die Betaverteilungfunktion tailäquivalent zu einer Verteilung mit polyno-
martigem Verhalten bei xF = 1 ist. Wegen Proposition 1.3.11 können die Normierungskon-
stanten anhand dieser polynomartigen Verteilung gewählt werden.
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1.3.3 Anziehungsbereich der Gumbelverteilung Λ(x) = exp{− exp(−x)}

Der Anziehungsbereich der Gumbelverteilung beinhaltet eine große Bandbreite an Verteilun-
gen. Obwohl es keinen direkten Bezug zur regulären Variation gibt, wird dieser Abschnitt
eine vollständige Charakterisierung von MDA(Λ) liefern.
Mit Hilfe der Taylorapproximation gilt

1− Λ(x) ∼ e−x, x→∞,

d.h. Λ(x) sinkt exponentiell gegen 0. Diese Tatsache gibt bereits einen ersten Hinweis auf
die Gestalt von MDA(Λ).
Bevor MDA(Λ) vollständig charakterisiert wird, beschränken wir uns auf absolut stetige
Verteilungen F ∈ MDA(Λ), welche eine einfachere Darstellung haben und von Mises
Funktionen genannt werden. Später erst wird mit einer Modifikation dieser Funktionen der
Anziehungsbereich vollständig charakterisiert.

Definition 1.3.15 (Von Mises Funktion). Sei F eine Verteilungsfunktion mit rechten End-
punkt xF ≤ ∞. Angenommen es existiert ein z < xF sodass F als

F (x) = c exp

{
−
∫ x

z

1

a(t)
dt

}
, z < x < xF , (1.23)

dargestellt werden kann mit c > 0 und einer positiven und absolut stetigen (bzgl. Lebesguemaß)
Funktion a(·) mit Dichte a

′
und limx↑xF a

′
(x) = 0. Dann heißt F von Mises Funktion und a

Hilfsfunktion von F .

Unter den von Mises Funktionen befinden sich auch einige bekannte Verteilungen.

Beispiel 1.3.16 (Exponentialverteilung). Die Verteilungsfunktion F der Exponentialvertei-
lung mit

F (x) = e−λx, x ≥ 0, λ > 0

ist eine von Mises Funktion mit a(x) = λ−1.

Beispiel 1.3.17 (Exponentielles Verhalten bei xF <∞). Sei F eine Verteilungsfunktion mit
xF <∞ und

F (x) = K exp
{
− α
xF−x

}
, x < xF , α,K > 0.

F ist dann eine von Mises Funktion mit

a(x) =
(xf−x)2

α , x < xF .

Für xF = 1, α = 1 und K = e gilt z.B.

F (x) = exp
{
− x

1−x

}
, 0 ≤ x < 1.

Beispiel 1.3.18 (Differenzierbarkeit am rechten Endpunkt). Sei F eine Verteilungsfunktion
mit xF ≤ ∞ und es gibt ein z < xF sodass F ∈ C2 im Intervall (z, xF ) mit positiver Dichte
f = F ′ und F ′′(x) < 0 für z < x < xF . Dann folgt, dass F eine von Mises Funktion mit
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a = F/f ist genau dann wenn

lim
x↑xF

F (x)F ′′(x)/f2(x) = −1. (1.24)

Sei z < x < xF , Q(x) = − lnF (x) und a(x) = 1/Q′(x) = F (x)/f(x) > 0 dann hat F die
Darstellung 1.23. Weiters,

a′(x) = −F (x)F ′′(x)
f2(x)

− 1

und (1.24) ist äquivalent zu a′(x)→ 0 für x ↑ xF .
Bedingung (1.24) ist für sehr viele Verteilungen erfüllt, unter anderem auch für die Normal-
verteilung; siehe Beispiel 1.3.24.

Eine Funktion ist per Definition genau dann schnell variierend, in Zeichen F ∈ R−∞, wenn
sie

lim
x→∞

F (xt)

F (x)
=

{
0 für t > 1,

∞ für 0 < t < 1

erfüllt. In Appedix [Embrechts 1997, A3] wird auch gezeigt, dass einige wichtige Eigenschaf-
ten für regulär variierende Funktionen auf R−∞ übertragen werden und daraus ergeben sich
wichtige Eigenschaften von von Mises Funktionen.

Proposition 1.3.19 (Eigenschaften von von Mises Funktionen). Für jede von Mises Funk-
tion gibt es ein z < xF so, dass diese absolut stetig auf (z, xF ) mit positiver Dichte f ist.
Die Hilfsfunktion kann als a(x) = F (x)/f(x) gewählt werden. Weiters gelten folgende Eigen-
schaften.

• Wenn xF =∞, dann F ∈ R−∞ und

lim
x→∞

xf(x)

F (x)
=∞ (1.25)

• Wenn xF <∞, dann F (xF − x−1) ∈ R−∞ und

lim
x↑∞

(xF − x)f(x)

F (x)
=∞ (1.26)

Beweis. Mit der Darstellung (1.23) folgt

d
dx(− lnF (x)) = f(x)

F (x)
= 1

a(x) , z < x < xF .

(a) Wegen a′(x)→ 0 für x→∞ konvergiert auch das Cesaro Mittel von a′

lim
x→∞

a(x)

x
= lim

x→∞

1

x

∫ x

z
a′(t)dt = 0. (1.27)
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Das impliziert (1.25). F ∈ R−∞ folgt aus [Embrechts 1997, A3.12(b)].
(b) Mit Substitution folgt

lim
x↑xF

a(x)

xF − x
= lim

x↑xF
−
∫ xF

x

a′(t)

xF − x
dt

= lim
s↓0

1

s

∫ s

0
a′(xF − t)dt.

Und wegen a′(xF − t) → 0 für t ↓ 0, geht obiger Ausdruck gegen 0. Das impliziert (1.26).
F (xF − x−1) ∈ R−∞ folgt wie oben.

Bemerkungen. 1) Aus (1.25) folgt, dass lim
x→∞

x−1a(x) = 0 und aus (1.26), dass

a(x) = o(xf − x) = o(1) für x ↑ xF . Also ist die Theorie der regulär variierenden Funtkionen
für MDA(Λ) nicht angebracht, weil F (x) schneller als jedes Polynom x−α gegen 0 konver-
giert.
2) a−1(x) = f(x)/F (x) wird als Ausfallsrate von F bezeichnet.

Proposition 1.3.20 (Von Mises Funktionen und MDA(Λ)). Sei F eine von Mises Funkion.
Dann gilt F ∈MDA(Λ). Eine mögliche Wahl der Normierungskonstanten ist

dn = F←(1− n−1) und cn = a(dn), (1.28)

wobei a die Hilfsfunktion von F ist.

Beweis. Mit (1.23) gilt

F (x+ta(x))

F (x)
= exp

(
−
∫ x+ta(x)
x

1
a(u)du

)
für t ∈ R und x hinreichend nahe bei xF . Mit v = (u− x)/a(x) folgt

F (x+ ta(x))

F (x)
= exp

(
−
∫ t

0

a(x)

a(x+ va(x))
dv

)
. (1.29)

Man kann nun zeigen, dass

lim
x↑xF

a(x)

a(x+ va(x))
= 1 (1.30)

und damit auch

lim
x↑xF

F (x+ ta(x))

F (x)
= e−t. (1.31)

Wählt man nun dn = (1/F )←(n) und cn = a(dn), dann impliziert (1.31)

lim
n→∞

nF (dn + tcn) = e−t = − ln Λ(t), t ∈ R.

Anwenden von Proposition 1.3.2 liefert nun F ∈MDA(Λ).

Von Mises Funktionen charakterisieren nicht ganz MDA(Λ). Dazu ist eine Modifikation der
Bedingung (1.23) notwendig, wie der folgende Satz zeigt. Ein Beweis des Satzes befindet sich
in [Resnick 1987, Korollar 1.7].
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Satz 1.3.21 (Charakterisierung von MDA(Λ)). Die Verteilungsfunktion F mit xF ≤ ∞
gehört zu MDA(Λ) genau dann wenn es ein z < xF gibt, sodass F die Darstellung

F (x) = c(x) exp

−
x∫
z

g(t)

a(t)
dt

 , z < x < xF (1.32)

hat, wobei c und g messbare Funktionen sind mit c(x)→ c > 0, g(x)→ 1 für x ↑ xF und a(x)
eine positive, absolut stetige Funktion mit Dichte a′(x), lim

x↑xF
a′(x) = 0, ist.

Für F mit Darstellung (1.32) können

dn = F←(1− n−1) und cn = a(dn)

als Normierungskonstanten gewählt werden.
Eine mögliche Wahl für a ist

a(x) =

xF∫
x

F (t)

F (x)
dt, x < xF . (1.33)

Motiviert durch obige Bezeichnung bei von Mises Funktionen, wird auch hier die Funktion a
Hilfsfuntkion für F genannt.

Bemerkung. Für eine Zufallsvariable X ist die Funktion a(x) aus (1.33) nichts anderes als
die mittlere Exzessfunktion

a(x) = E(X − x|X > x), x < xF .

In Abschnitt 1.4 wird diese Funktion noch genauer betrachtet und in Kapitel 3 als wichtiges
Werkzeug für statistische Anwendungen für Daten zu extremalen Events verwendet.

Eine weitere Charakterisierung von MDA(Λ) wurde im Beweis von Proposition 1.3.20 an-
gedeutet. Dort wurde gezeigt, dass jede von Mises Funktion (1.31) erfüllt, d.h. es gibt eine
positive Funktion ã so, dass

lim
x↑xF

F (x+ tã(x))

F (x)
= e−t, t ∈ R. (1.34)

Satz 1.3.22 (Charakterisierung 2 von MDA(Λ)). F gehört zum Maximum Anziehungs-
bereich von Λ genau dann, wenn es eine positive Funktion ã gibt sodass (1.34) gilt. Eine
mögliche Wahl für ã ist ã = a wie in (1.33).

Wie auch schon bei der Weibull- und Fréchetverteilung ist die Tailäquivalenz eine hilfreiche
Methode um zu entscheiden ob eine bestimmte Verteilung im Anziehungsbereich von Λ liegt
und um ihre Normierungskonstanten zu bestimmen. Im Fall der Gumbelverteilung ist diese
Methode sogar noch wichtiger aufgrund der Vielzahl an möglichen Tails F .

Proposition 1.3.23 (Abgeschlossenheit von MDA(Λ) unter Tailäquivalenz). Seien F und
G zwei Verteilungen mit xF = xG und sei F ∈MDA(Λ) mit Normierungskonstanten cn > 0
und dn ∈ R; also

lim
n→∞

Fn(cnx+ dn) = Λ(x), x ∈ R. (1.35)
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Dann gilt

lim
n→∞

Gn(cnx+ dn) = Λ(x), x ∈ R,

genau dann wenn F und G tailäquivalent mit

lim
x↑xF

F (x)/G(x) = eb

für ein b ∈ R sind.

Beweis der Suffizienz. Auf den Beweis der Notwendigkeit der Bedingungen wird hier wie-
der verzichtet. Sei also F (x) ∼ cG(x) für x ↑ xF und ein c > 0. Nach Proposition 1.3.2 ist
(1.35) äquivalent zu

lim
n→∞

nF (cnx+ dn) = e−x, x ∈ R.

Für x mit cnx+ dn → xF und wegen Tailäquivalenz gilt

lim
n→∞

Gn(cnx+ dn) = exp
(
−e−(x+ln c)

)
= Λ(x+ ln c), x ∈ R.

Mit ln c = b folgt nun die Behauptung.

In diesem Abschnitt wurde deutlich, dass MDA(Λ) eine Vielzahl von Verteilungen enthält,
deren Tailverhalten ebenfalls sehr unterschiedlich sein kann. Deshalb ist MDA(Λ) aus
theoretischer Sicht wohl der interessanteste unter allen Anziehungsbereichen. Als natürliche
Konsequenz können auch die Normierungskonstanten sehr unterschiedlich sein, im Gegensatz
zu MDA(Φα) und MDA(Ψα), wo die Theorie der regulären Variation ausreichte um die
Normierungskonstanten zu berechnen. Das folgende Beispiel zeigt wie wichtig Resultate wie
Proposition 1.3.23 sein können.

Beispiel 1.3.24 (Normalverteilung). Siehe auch Abb. 4. Sei Φ die Verteilungsfunktion und φ
die Dichte der Standardnormalverteilung. Zuerst wird gezeigt, dass Φ eine von Mises Funktion
ist und die Bedingung (1.24) erfüllt. Anwenden der Regel von lHospital auf Φ/(x−1φ) liefert
Φ(x) ∼ φ(x)/x. Weiters gilt φ′(x) = −xφ(x) < 0 für x > 0 und

lim
x→∞

Φ(x)φ′(x)

φ2(x)
= −1. (1.36)

Daraus folgt mit Beispiel 1.3.18 und Proposition 1.3.20 Φ ∈ MDA(Λ). Es fehlen noch die
Normierungskonstanten.

Φ(x) ∼ φ(x)

x
=

1√
2πx

e−x
2/2, x→∞ (1.37)

Die rechte Seite kann nun als Tail einer Verteilung G interpretiert werden und wegen Propo-
sition 1.3.23 haben beide die gleichen Normierungskonstanten cn und dn. Wegen (1.28) gilt
dn = G←(1− n−1). Gesucht ist also eine Lösung von − lnG(dn) = ln(n);

1

2
d2
n + ln dn +

1

2
ln 2π = lnn. (1.38)

Mit einer Taylorapproximation in (1.37) folgt
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dn = (2 lnn)1/2 − ln lnn+ln 4π
2(2 lnn)1/2

+ o
(
(lnn)−1/2

)
als mögliche Wahl für dn. Nachdem a(x) = Φ(x)φ(x) gewählt werden kann gilt a(x) ∼ x−1

und

cn = a(dn) ∼ (2 lnn)−1/2.

Da die cn nur eindeutig bis auf asymptotische Äquivalenz sind, kann

cn = (2 lnn)−1/2

gewählt werden.
Insgesamt gilt damit

√
2 lnn

(
Mn −

√
2 lnn+

ln lnn+ ln 4π

2(2 lnn)1/2

)
d→ Λ. (1.39)

Beachte dass cn → 0 und damit wird die Verteilung von Mn immer enger um dn mit wach-
sendem n.
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Abb. 4: Die Verteilungsfunktion der normierten Maxima von n u.i. normalverteilte Zufalls-
variablen und die Gumbelverteilungsfunktion (links). Rechts ist der relative Fehler für die
Zuverlässigkeitsfunktion.

Beispiel 1.3.25 (Einbettung von MDA(Φα) in MDA(Λ)). Sei X eine Zufallsvariable mit
F ∈MDA(Φα) mit Normierungskonstante cn. Definiere

X∗ = ln(1 ∨X)

mit Verteilungsfunktion F ∗. Nach Proposition 1.3.2 und Satz 1.3.4 ist F ∈MDA(Φα) genau
dann, wenn

lim
n→∞

nF (cnx) = lim
n→∞

F (cnx)

F (cn)
= x−α, x > 0.

Das impliziert

lim
n→∞

F ∗(α−1x+ln cn)

F ∗(ln cn)
= lim

n→∞
F (cn exp{α−1x})

F (cn)
= e−x, x ∈ R.
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Daraus folgt F ∗ ∈ MDA(Λ) mit Normierungskonstanten c∗n = α−1 und d∗n = ln cn. Als
Hilfsfunktion kann man

a∗(x) =
∫∞
x

F ∗(y)

F ∗(x)
dy

wählen.
Beispiel 1.3.26 (Abgeschlossenheit von MDA(Λ) unter logarithmischen Transformationen).
Sei X eine Zufallsvariable mit F ∈ MDA(Λ), mit xF =∞ und Normierungskonstanten cn,
dn wie in Satz 1.3.21. Definiere X∗ und F ∗ wie oben. Es soll nun gezeigt werden, dass
F ∗ ∈MDA(Λ) mit Normierungskonstanten d∗n = ln dn und c∗n = cn/dn.
Wegen a′(x)→ 0 folgt (1.27) und wegen dn = F←(1− n−1) folgt dann

cn
dn

= a(dn)
dn) → 0.

Weiters gilt

F ∗(c∗nx+ dn) = F

(
exp

{
cn
dn
x

}
dn

)
= F

(
dn

(
1 +

cn
dn
x+ o

(
cn
dn

)))
= F (cnx+ dn + o(cn))

∼ F (cnx+ dn) ∼ n−1e−x, n→∞.

Die Behauptung folgt dann mit Proposition 1.3.2.

1.4 Verallgemeinerte Extremwertverteilung und Verallgemei-
nerte Paretoverteilung

Definition 1.4.1 (Verallgemeinerte Extremwertverteilung). Sei Hξ(x) definiert als

Hξ(x) =

{
exp(−(1 + ξx)−1/ξ) für ξ 6= 0,

exp(exp(−x)) für ξ = 0,

wobei 1 + ξx > 0.
Der Träger von Hξ ist also

x > −ξ−1 für ξ > 0,

x < −ξ−1 für ξ < 0,

x ∈ R für ξ = 0.

Hξ wird verallgemeinerte Extremwertverteilung, kurz GEV, genannt. Man kann auch die
entsprechende Lage-Skalen Familie durch ersetzen von x durch (x − µ)/σ für µ ∈ R, σ > 0
definieren, wobei der Träger entsprechend adaptiert werden muss. Auch Hξ;µ,σ wird in Folge
als GEV bezeichnet.

Wenn man die Verteilung H0 als Grenzwert von Hξ für ξ → 0 interpretiert, kann man

Hξ(x) = exp(−(1 + ξx)−1/ξ), 1 + ξx > 0
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als Definition für alle ξ ∈ R schreiben. Die Dichten der GEV für ξ = −1, 0, 1 sind in Abb.
1 geplottet. Die GEV ist eine vereinheitlichende Repräsentation der Gumbel-, Frechét-,
und Weibullverteilung. Ihre Einführung ist motiviert durch statistische Anwendungen, siehe
Kapitel 3.

Der folgende Satz ist eines der Standardresultate der Extremwerttheorie. Er ist eine
Kurzfassung der Resultate über die maximalen Anziehungsbereiche der vorigen Abschnitte
und gibt auch erste Hinweise auf Möglichkeiten zur statistischen Anwendung.

Satz 1.4.2 (MDA(Hξ)). Sei U(t) = F←(1 − t−1), t > 0 und ξ ∈ R, dann sind folgende
Punkte äquivalent:

1. F ∈MDA(Hξ), d.h. es gibt an > 0 und bn ∈ R sodass

lim
n→∞

Fn(anx+ bn) = Hξ(x), (1.40)

für alle x mit 1 + ξx > 0.

2. Es existiert eine positive und messbare Funktion a(·) sodass für 1 + ξx > 0,

lim
x↑xF

F (u+ xa(u))

F (u)
=

{
(1 + ξx)−1/ξ für ξ 6= 0,

exp(−x) für ξ = 0.
(1.41)

3. Für x, y > 0, y 6= 1,

lim
s→∞

U(sx)− U(s)

U(sy)− U(s)
=

{
xξ−1
yξ−1 für ξ 6= 0,
lnx
ln y für ξ = 0.

(1.42)

4. Es gibt eine positive und messbare Funktion a1(·) sodass

lim
s→∞

U(st)− U(s)

a1(s)
=
tξ − 1

ξ
, t > 0, (1.43)

wobei für ξ = 0 die rechte Seite als log t interpretiert wird.

Beweisskizze. Hier wird nur eine Beweisskizze präsentiert um die wichtigsten Punkte fest-
zuhalten. Ein detaillierter Beweis befindet sich in [de Haan 2007].
(1)⇔ (2): Für ξ = 0 folgt die Behauptung aus Satz 1.3.22.
Für ξ > 0 ist Hξ(x) = Φα(α−1(x+α)) für α = 1/ξ. Nach Satz 1.3.4 ist dann (1) äquivalent zu
F ∈ R−α. Nach dem Repräsentationssatz für regulär variierende Funkionen [Embrechts 1997,
Theorem A3.3] gilt für ein z > 0

F = c(x) exp
{
−
∫ x
z

1
a(t)dt

}
, z < x <∞,

wobei c(x)→ c > 0 und a(x)/x→ α−1 für x→∞. Damit folgt

lim
u→∞

F (u+xa(u))

F (u)
=
(
1 + x

α

)−α
,
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was (1.41) ist. Gilt umgekehrt (2), so gilt mit dn = (1/F )←(n) = U(n)

1/F (dn) ∼ n,

und mit u = dn in (1.41),

(
1 + x

α

)−α
= lim

n→∞
F (dn+xa(dn))

F (dn)
= lim

n→∞
nF (dn + xa(dn)).

Mit Proposition 1.3.2 folgt dann F ∈MDA(Hξ) für ξ = α−1. Der Fall ξ < 0 kann in ähnlicher
Weise behandelt werden.
(2) ⇔ (3): Hier wird nur der Fall ξ 6= 0 behandelt. Zur Vereinfachung nehmen wir hier an,
dass F eine stetige und monoton steigende Funktion auf (−∞, xF ) ist. Mit s = 1/F (u) wird
(1.41) zu

As(x) = (sF (U(s) + xa(U(s))))−1 → (1 + ξx)1/ξ, s→∞.

Für alle s > 0 ist As(x) fallend und konvergiert für s→∞ gegen eine stetige Funktion. Also
konvergiert dann auch A←s (t) gegen die Inverse der entsprechenden Grenzfunktion, d.h.

lim
s→∞

U(st)− U(s)

a(U(s))
=
tξ − 1

ξ
. (1.44)

(1.42) folt nun mit t = x und t = y und Quotientenbildung von (1.44). Die andere Richtung
ist analog zu zeigen.
(1)⇔ (4): Dieser Schritt wird in [de Haan 2007, Theorem 1.1.2] gezeigt.

Bemerkungen. 1) Bedingung (1.41) hat eine interessante Interpretation. Sei X eine Zufalls-
variable mit Verteilung F ∈MDA(Hξ), dann wird (1.41) zu

lim
x↑xF

P

(
X − u
a(u)

> x|X > u

)
=

{
(1 + ξx)−1/ξ) für ξ 6= 0,

e−x für ξ = 0.
(1.45)

Also gibt (1.45) eine Approximation für den skalierten Exzess über einer Schranke u.
2) (1.42) kann als Grundlage für einen Schätzer für Quantile außerhalb der Datenreichweite
verwendet werden, siehe [Embrechts 1997, Kapitel 6.5]. Weiters wird daraus der Pickands
Schätzer für ξ abgeleitet, siehe Kapitel 4.
3) Für ξ > 0 ist (1.43) äquivalent zu

lim
s→∞

U(st)
U(s) = tξ, t > 0.

Also U ∈ Rξ. Für ξ < 0, hat F einen endlichen rechten Endpunkt xF . Daraus folgt U(∞) =
xF <∞ und (1.43) ist äquivalent zu

U(∞)− U ∈ Rξ.

Siehe [de Haan 2007, Korollar 1.2.10] für einen Beweis.

Folgende Definition macht Bemerkung 1 präzise.
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Definition 1.4.3 (Exzessverteilungsfunktion, Mittlere Exzessfunktion). Sei X eine Zufalls-
variable mit Verteilungsfunktion F und rechtem Endpunkt xF . Für ein fixes u < xF ist

Fu(x) = P (X − u ≤ x|X > u), x ≥ 0 (1.46)

die Exzessverteilungsfunktion von X über der Schranke u. Die Funktion

e(u) = E(X − u|X > 0)

heißt Mittlere Exzessfunktion von X.

Beispiel 1.4.4 (Berechnung der mittleren Exzessfunktion). Mit der Definition von e(u) und
partieller Integration kann man folgende Formeln verifizieren. Diese können in einigen Fällen
verwendet werden um die mittlere Exzessfunktion zu berechnen. Zur Vereinfachung sei X eine
positive Zufallsvariable mit Träger in (x0,∞), x0 > 0. Dann gilt

e(u) =

∫ xF

u
(x− u)dF (x)/F (u) =

1

F (u)

∫ xF

u
F (x)dx, 0 < u < xF . (1.47)

Wann F auch stetig ist, dann gilt

F (x) =
e(0)

e(x)
exp

{
−
∫ x

0

1

e(u)
du

}
, x > 0. (1.48)

Aus (1.48) folgt dann unmittelbar, dass eine stetige Verteilungsfunktion eindeutig durch ihre
mittlere Exzessfunktion bestimmt ist. Wenn F ∈ R−α für ein α > 1, wie in vielen Fällen von
praktischem Interesse, dann folgt e(u) ∼ u/(α− 1) für u→∞.

Die rechte Seite von (1.45) motiviert folgende Definition.

Definition 1.4.5 (Verallgemeinerte Paretoverteilung). Die Verteilung Gξ definiert durch

Gξ(x) =

{
1− (1 + ξx)−1/ξ) für ξ 6= 0,

1− e−x für ξ = 0,
(1.49)

wobei

x ≥ 0 für ξ ≥ 0,

0 ≤ x ≤ −1/ξ für ξ < 0,

heißt verallgemeinerte Paretoverteilung, oder kurz GPD. Man kann auch die entsprechende
Lage-Skalen Familie Gξ;ν,β durch ersetzen von x durch (x − ν)/β, ν ∈ R, β > 0 einführen.
Der Definitionsbereich muss entsprechend geändert werden.

Wie auch schon bei H0 kann auch G0 als Grenzwert von Gξ für ξ → 0 interpretiert werden.
Zum Beispiel beim Analysieren von Exzessen über bestimmten Schranken spielt die Funktion
Gξ;0,β eine große Rolle. Wir schreiben

Gξ,β(x) = 1−
(

1 + ξ
x

β

)−1/ξ

, x ∈ D(ξ, β), (1.50)

wobei

x ∈ D(ξ, β) =

{
[0,∞) für ξ ≥ 0,

[0,−β/ξ] für ξ < 0.
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Abb. 5: Verallgemeinerte Paretoverteilung für verschiedene ξ und β = 1.

Satz 1.4.6 (Eigenschaften der verallgemeinerten Paretoverteilung).

(a) Sei X GPD-verteilt mit Parameter ξ und β. Dann gilt EX <∞ genau dann wenn ξ < 1.
In diesem Fall gilt weiters

E
(

1 +
ξ

β
X

)−r
=

1

1 + ξr
, r > −1/ξ,

E
(

ln

(
1 +

ξ

β
X

))k
= ξkk!, k ∈ N,

EX(Gξ,β(X))r =
β

(r + 1− ξ)(r + 1)
, (r + 1)/|ξ| > 0.

Wenn ξ < 1/r mit r ∈ N, dann gilt

EXr = βr

ξr+1
Γ(ξ−1−r)
Γ(1+ξ−1)

r!.

(b) Für alle ξ ∈ R ist F ∈MDA(Hξ) genau dann wenn

lim
u↑xF

sup
1<x<xF−u

|Fu(x)−Gξ,β(u)(x)| = 0 (1.51)

für eine positive Funktion β(u).

(c) Sei xi ∈ D(ξ, β), i = 1, 2, dann gilt

Gξ,β(x1 + x2)

Gξ,β(x1)
= Gξ,β+ξx1(x2). (1.52)
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(d) Sei N ∼ Poi(λ) unabhänging von der u.i.v. Folge (Xn) mit einer GPD mit Parameter ξ
und β. Sei Mn = max(X1, ..., XN ). Dann ist

P (MN ≤ x) = exp

{
−λ
(

1 + ξ βx

)−1/ξ
}

= Hξ;µ,σ(x),

wobei µ = βξ−1(λξ − 1) und σ = βλξ.

(e) Sei X PGD-verteilt mit Parameter ξ < 1 und β. Dann gilt für u < xF

e(u) = E(X − u|X > u) = β+ξu
1−ξ , β + uξ > 0.

Ein Beweis des obigen Satzes befindet sich in [Embrechts 1997, Theorem 3.4.13].

Zusammenfassend gilt:
Die GEV

Hξ, ξ ∈ R,
beschreibt die Grenzverteilungen von normierten Maxima.
Die GPD

Gξ,β, ξ ∈ R, β > 0,
ist die Grenzverteilung von geeignet skalierten Exzessen über beliebigen oberen Schranken.





Kapitel 2

Weitere Grundlagen der
Extremwerttheorie

Dieses Kapitel beschäftigt sich mit einigen natürlichen Erweiterungen der bisherigen Theorie.
Es werden die Methoden für das Maximum auf beliebige Ordnungstatistiken und auch auf
mehrere Ordnungsstatistiken erweitert. Weiters wird die Extremwerttheorie für stationäre
Prozesse kurz beleuchtet.

2.1 Ordnungsstatistiken

Sei X,X1, X2, ... eine Folge von nicht degenerierten u.i.v. Zufallsvariablen mit Verteilungs-
funktion F . Wir bezeichen mit

Xn,n ≤ · · · ≤ X1,n

die geordnete Stichprobe. Die Zufallvariable Xk,n wird k-te obere Ordnungsstatistik genannt
und Xn,n = min(X1, ..., Xn), X1,n = Mn = max(X1, ..., Xn).
Oft wird in der Literatur auch eine umgekehrte Notation verwendet, d.h. X1,n ≤ · · · ≤ Xn,n,
aber aus Sicht der Extremwerttheorie ist die hier verwendete Notation wohl angenehmer.
Die Ordnungsstatistiken stehen in enger Beziehung zur empirischen Verteilungsfunktion

Fn(x) = 1
n

n∑
i=1

I{Xi≤x}, x ∈ R. Es gilt nämlich

Xk,n ≤ x genau dann wenn

n∑
i=1

I{Xi>x} < k, (2.1)

was

P (Xk,n ≤ x) = P
(
Fn(x) > 1− k

n

)
impliziert.

Die oberen Ordnungsstatistiken werden für die Schätzung von Tails, Quantilen und von Ex-
zesswahrscheinlichkeiten über bestimmten Schranken verwendet.
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Für eine Stichprobe X1, ..., Xn wird die emprirische Quantilfunktion mit F←n bezeichnet. Im
Falle einer stetigen Verteilungsfunktion F ist F←n eine einfache Funktion der Ordnungssta-
tistiken, nämlich

F←n = Xk,n für 1− k

n
< t ≤ 1− k − 1

n
, (2.2)

für k = 1, ..., n.

Wenn F absoulut stetig mit Dichte f ist, dann ist die gemeinsame Dichte von (X1, ..., Xn)
gegeben durch

fX1,...,Xn(x1, ..., xn) =
n∏
i=1

f(xi), (x1, ..., xn) ∈ Rn.

Weil die Werte von (X1, ..., Xn) in n! verschiedenen Möglichkeiten angeordnet werden können
(wegen der Stetigkeit gibt es f.s. keine Übereinstimmungen zweier Werte) ist die gemeinsame
Dichte der geordneten Stichprobe gleich

fX1,n,...,Xn,n(x1, ..., xn) = n!
n∏
i=1

f(xi), xn < · · · < x1. (2.3)

Folgendes Resultat für die Randdichten ist ein direktes Resultat von (2.3).

Satz 2.1.1 (Gemeinsame Dichte von k oberen Ordnungsstatistiken). Wenn F absolut stetig
mit Dichte f ist, dann ist

fX1,n,...,Xk,n(x1, ..., xk) = n!
(n−k)!F

n−k(xk)
k∏
i=1

f(xi), xk < · · · < x1.

Weitere Größen, welche in dieser Arbeit wichtig sind, sind die sogenannten Inkremente. Zum
Beispiel bilden sie die Grundlage für Hill Schätzer; siehe (4.8).

Definition 2.1.2 (Inkremente einer Stichprobe). Für eine Stichprobe X1, ..., Xn sind

Xk,n −Xk+1,n, k = 0, ..., n− 1

die Inkremtente. Für eine Verteilung mit endlichem linken (rechten) Rand sind

Xn,n −Xn+1,n = Xn,n − x̃F (X0,n −X1,n = xF −X1,n).

Eine nützliche Eigenschaft für den Quotienten zweier aufeinanderfolgender Ordnungsstatis-
tiken wird im Folgenden als Beispiel angeführt.

Beispiel 2.1.3. Sei F ∈MDA(Φα), oder äquivalent F ∈ R−α für ein α > 0, dann gilt

Xk,n

Xk+1,n

P→ 1, k = k(n)→∞, k/n→ 0. (2.4)

Die asymptotischen Eigenschaften von Ordnungsstatistiken sind von großer Bedeutung für
die Analyse von Tail- und Quantilschätzern; siehe Kapitel 3.
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Proposition 2.1.4 (Fast sichere Konvergenz von Ordnungsstatistiken). Sei F eine Vertei-
lungsfunktion mit rechtem (linken) Endpunkt xF ≤ ∞ (x̃F ≥ ∞) und k(n) eine nichtfallende
ganzzahlige Folge mit

lim
n→∞

n−1k(n) = c ∈ [0, 1].

• Dann gilt Xk(n),n
f.s.→ xF (x̃F ) wenn c = 0 (c = 1).

• Für c ∈ (0, 1) und c so, dass eine eindeutige Lösung x(c) von F (x) = c existiert, gilt

Xk(n),n
f.s.→ x(c).

2.2 Grenzverteilung von Oberen Ordnungsstatistiken

Sei X1, ..., Xn u.i.v. mit Verteilung F . Aus Proposition 1.1.1 wissen wir, dass für eine Folge
(un) von Schranken und 0 ≤ τ ≤ ∞,

lim
n→∞

P (X1,n ≤ un) = e−τ ⇔ lim
n→∞

nF (un) = τ. (2.5)

Nun kann man sich die Frage stellen, ob (2.5) auf eine beliebige Ordnungsstatistik Xk,n für
festes k ausgeweitet werden kann. Oder sogar auf mehrere Ordnungsstatistiken Xk,n, ..., X1,n.
Sei für n ∈ N die Anzahl der Exzesse über der Schranke un durch X1, ..., Xn

Bn =
n∑
i=1

I{Xi>un}.

Bn ist dann eine binomalverteilte Zufallsvariable mit Parameter n und F (un). Die Grundlage
für den folgenden Satz bildet die Tatsache, dass Exzesse {Xi > un} für steigende Schranken
immer seltener werden. Auf der anderen Seite wird aber die Stichprobengrößen erhöht, so
dass dieser Effekt ausbalanciert wird, d.h. EBn = nF (un)→ τ für n→∞. Deshalb lässt sich

das klassische Poisson Theorem unmittelbar anwenden, also Bn
d→ Poi(τ). Die Schranken un

werden so gewählt, dass die erwartete Anzahl von Exzessen konvergiert. Der folgende Satz
zeigt auch, dass nF (un)→ τ eine notwendige Bedingung für die Poisson Approximation ist.

Satz 2.2.1 (Grenzverteilung für die Anzahl von Exzessen). Sei (un) eine Folge in R so, dass
nF (un)→ τ für ein τ ∈ [u,∞] für n→∞. Dann gilt

lim
n→∞

P (Bn ≤ k) = e−τ
k∑
r=0

τ r

r!
, k ∈ N0. (2.6)

Für τ = 0 wird die rechte Seite als 1 interpretiert, für τ = ∞ als 0. Wenn (2.6) für ein
k ∈ N0 gilt, dann gilt nF (un)→ τ und deshalb gilt (2.6) für alle k ∈ N0.

Beweis. Für τ ∈ (0,∞) ist die Suffizienz einfach das Poisson Theorem wie oben erwähnt.
Für τ = 0 gilt

P (Bn ≤ k) ≥ P (Bn = 0) = (1− F (un))n =
(
1 + o

(
1
n

))n → 1.
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Für τ = ∞ gilt für beliebiges θ > 0, dass nF (un) ≥ θ für hinreichend große n und weil die
Binomialverteilung fallend in θ ist gilt

P (Bn ≤ k) ≤
k∑
r=0

(
n
r

) (
θ
n

)r (
1− θ

n

)n−r
.

Also gilt für fixes k

lim sup
n→∞

P (Bn ≤ k) ≤ exp−θ
k∑
r=0

θr

r! → 0, θ →∞.

Insgesamt also P (Bn ≤ k)→ 0 für n→∞.
Für die andere Richtung gelte (2.6) für ein k ∈ N0, aber nF (un) 9 τ . Dann existiert ein τ ′ 6= τ
in [0,∞] und eine Teilfolge (nk) so, dass nkF (unk) → τ ′ für k → ∞. Also konvergiert Bnk
schwach gegen eine poissonverteilung Zufallsvariable mit Parameter τ ′ was im Widerspruch
zu (2.6) steht.

Die Poisson Approximation (2.6) erlaubt nur eine Asymptotik für die k-te Ordnungsstatistik.
Die Definition von Bn und (2.1) implizieren

P (Bn < k) = P (Xk,n ≤ un), 1 ≤ k ≤ n, (2.7)

was mit (2.6) unmittelbar auf folgendes Resultat führt.

Satz 2.2.2 (Grenzwahrscheinlichkeiten für eine Ordnungsstatistik). Sei (un) eine Folge in
R so, dass nF (un)→ τ ∈ [0,∞] für n→∞. Dann gilt

lim
n→∞

P (Xk,n ≤ un) = e−τ
k−1∑
r=0

τ r

r!
, k ∈ N. (2.8)

Für τ = 0 wird die rechte Seite als 1 interpretiert, für τ = ∞ als 0. Wenn (2.8) für ein
k ∈ N0 gilt, dann gilt nF (un)→ τ und deshalb gilt (2.8) für alle k ∈ N0.

Für un = cnx + dn und τ = τ(x) = − lnH(x) wie in Proposition 1.3.2 erhält man folgendes
Korollar:

Korollar 2.2.3 (Grenzverteilung für eine Ordnungsstatistik). Sei F ∈ MDA(H) mit Nor-
mierungskonstanten cn > 0 und dn ∈ R. Definiere

H(k)(x) = H(x)
k−1∑
r=0

(− lnH(x))r

r! , x ∈ R.

Für alle x mit H(x) = 0 defniert man H(k)(x) = 0. Dann gilt für alle k ∈ N,

lim
n→∞

P (c−1
n (Xk,n − dn) ≤ x) = H(k)(x). (2.9)

Gilt andererseits für ein k ∈ N

lim
n→∞

P (c−1
n (Xk,n − dn) ≤ x) = G(x), x ∈ R,

für eine nicht degenerierte Verteilungsfunktion G, dann ist G = H(k) für eine Extremwert-
verteilung H und (2.9) gilt für alle k ∈ N.
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Die Grenzverteilung der k-ten Ordnungsstatistik wurde unter Zuhilfenahme der Anzahl der
Exzesse über die Schranke un durch X1, ..., Xn gewonnen. Ähnliche Argumente führen nun
auf die Konvergenz mehrerer Ordnungsstatistiken.

Sei für k ∈ N und für die Schranken u
(k)
n ≤ · · · ≤ u(1)

n

lim
n→∞

nF (u(i)
n ) = τi, i = 1, ..., k (2.10)

erfüllt, wobei 0 ≤ τ1 ≤ τ2 ≤ · · · ≤ τk ≤ ∞. Definiere weiters

B
(j)
n =

n∑
i=1

I{Xi>u
(j)
n }

, j = 1, ..., k,

d.h. B
(j)
n ist die Anzahl der Exzesse über u

(j)
n durch X1, ..., Xn.

Satz 2.2.4 (Multivariate Grenzverteilung der Anzahl der Exzesse). Die Folge (u
(j)
n ) erfülle

(2.10) für j = 1, ..., k. Dann gilt für l1, ..., lk ∈ N0,

lim
n→∞

P (B(1)
n = l1, B

(2)
n = l1 + l2, ..., B

(k)
n = l1 + · · ·+ lk) =

τ l11

l1!

(τ2 − τ1)l2

l2!
· · · (τk − τk−1)lk

ll!
e−τk .

(2.11)
Die rechte Seite kann als 0 interpretiert werden für τk =∞.

Auf einen Beweis dieses Satzes wird an dieser Stelle verzichtet, da dieser sehr technisch ist,
siehe [Embrechts 1997, Theorem 4.2.6].

Wie schon in (2.7) gilt auch hier

P (X1,n ≤ u(1)
n , ..., Xk,n ≤ u(k)

n ) = P (B(1)
n = 0, B(2)

n ≤ 1, ..., B(k)
n ≤ k − 1), (2.12)

und deswegen kann die gemeinsame Grenzverteilung von k oberen Ordnungsstatistiken direkt
aus Satz 2.2.4 gewonnen werden. Im Detail, wenn c−1

n (X1,n− dn) konvergiert, dann auch der
Vektor

(c−1
n (X1,n − dn), ..., c−1

n (Xk,n − dn)).

Für kleine k ist es bereits möglich die gemeinsame Grenzverteilung von k Ordnungsstatistiken
mit (2.12) und Satz 2.2.4 zu bestimmen, aber im Allgemeinen ist dieser Zugang nicht zufrie-
denstellend. Falls F absolut stetig mit Dichte f ist und f bestimmte Regularitätsannahmen
erfüllt, welche in dieser Arbeit nicht genauer beschrieben werden, dann kann man folgende
heuristische Argumentation präzisieren: Sei F ∈ MDA(H) mit Dichte f , dann hat die Ver-
teilung des Maximums Fn(cnx + dn) = P (c−1

n (X1,n − dn) ≤ x) auch eine Dichte, sodass für
fast alle x ∈ R

ncnf(cnx+ dn)Fn−1(cnx+ dn) ∼ ncnf(cnx+ dn)H(x)→ h(x),

wobei h(x) die Dichte einer Extremwertverteilung H ist. Weiters hat die Dichte des Zufalls-
vektors (c−1

n (Xj,n − dn))j=1,...,k für k ∈ N nach Satz 2.1.1 den schwachen Grenzwert

lim
n→∞

Fn−k(cnxk + dn)

k∏
j=1

((n− j + 1)cnf(cnxj + dn)) = H(xk)

k∏
j=1

h(xj)

H(xj)
, xk < · · · < x1.

(2.13)
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Definition 2.2.5 (k-dimensionale H-extremale Variable). Für eine Extremwertverteilung H
mit Dichte h definiere für xk < · · · < x1 im Träger von H

h(k)(x1, ..., xk) = H(xk)
k∏
j=1

h(xj)
H(xh) .

Ein Zufallsvektor (Y (1), ..., Y (k)) mit gemeinsamer Dichte h(k) heißt k-dimensionale H-
extremale Variable.

(2.13) kann nun präzise formuliert werden.

Satz 2.2.6 (Gemeinsame Grenzverteilung von k oberen Ordnungsstatistiken). Sei F ∈
MDA(H) mit Normierungskonstanten cn > 0 und dn. Dann gilt für jedes feste k ∈ N

(c−1
n (Xi,n − dn))i=1,...,k

d→ (Y (i))i=1,...,k, n→∞,

wobei (Y (1), ..., Y (k)) eine k-dimensionale H-extremale Variable ist.

Beispiel 2.2.7 (Dichte der k-dimensionalen H-extremalen Variablen).

H = Φα : φα(x1, ..., xk) = αk exp

−x−αk − (α+ 1)
k∑
j=1

lnxj

 , 0 < xk < · · · < x1,

H = Ψα : ψα(x1, ..., xk) = αk exp

−(xk)
α + (α− 1)

k∑
j=1

ln(−xj)

 , xk < · · · < x1 < 0,

H = Λ : λ(x1, ..., xk) = exp

−e−xk −
k∑
j=1

xj

 , xk < · · · < x1.

2.3 Stationäre Prozesse

Eine natürliche Erweiterung der bisherigen Theorie ist die Extremwerttheorie für strikt sta-
tionäre Prozesse. Das sind Folgen von Zufallsvariablen (Xn), deren endlich dimensionale Ver-
teilungen invariant gegenüber Zeitverschiebungen sind, d.h.

(Xt1 , ..., Xtm)
d
= (Xt1+h, ..., Xtm+h)

für alle t1 < · · · < tm und h ∈ N. Man denke zum Beispiel an eine Zeitreihe (Xn) mit
äquidistanten Zeitabständen für die alle Blöcke (Xt, Xt+1, ..., Xt+h) der Länge h die gleiche
Verteilung für alle t haben. In Folge werden strikt stationäre Prozesse einfach als stationäre
Prozesse bezeichnet.
Es ist unmöglich eine allgemeine Extremwerttheorie für alle stationären Prozesse einzuführen.
In der Tat muss man Annahmen an die Abhängigkeitsstruktur von (Xn) setzen. Sei zum
Beispiel Xn = X für alle n, dann ist

P (Mn ≤ x) = P (X ≤ x) = F (x), x ∈ R.

Also könnte jede beliebige Verteilung die Verteilung von Maxima einer Stichprobe sein, was
natürlich kein zufriedenstellendes Ergebnis wäre.
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Ein anderer Extremfall wäre eine u.i.v. Folge (Xn), welcher bereits behandelt wurde. In diesem
Abschnitt werden Bedingungen an den staionären Prozess (Xn) gestellt, welche das Verhalten

des Stichprobenmaximums (Mn) in eine enge Beziehung mit (M̃n) einer entsprechenden u.i.v.
Folge (X̃n) stellen.
Folgende Faktorisierung wird in diesem Abschnitt oft verwendet:

P (M̃n ≤ un) = Pn(X̃ ≤ un) (2.14)

= exp
{
n ln(1− P (X̃ > un))

}
≈ exp{−nF (un)}.

Im Detail ist aus Proposition 1.1.1 bereits bekannt, dass für ein τ ∈ [0,∞], P (M̃n ≤ un) →
exp{−τ} genau dann wenn nF (un) → τ ∈ [0,∞]. Es ist klar, dass (2.14) für stationäre
Prozesse nicht anwendbar ist. Um dieses Problem zu umgehen nimmt man eine bestimmte
asymptotische Unabhängigkeit an:
Bedingung D(un): Für beliebige ganzzahlige p, q und n mit

1 ≤ i1 < · · · < ip < j1 < · · · < jq ≤ n

so, dass j1 − ip ≥ l soll

|P
(

max
i∈A1∪A2

Xi ≤ n
)
− P

(
max
i∈A1

Xi ≤ un
)
P

(
max
i∈A2

Xi ≤ un
)
| ≤ αn,l,

wobei A1 = {i1, ..., ip}, A2 = {j1, ..., jq} und αn,l → 0, n → ∞ für eine Folge l = ln = o(n)
gelten.

Diese Bedingung und auch D′(un) weiter unten sind die Standardannahmen in der Extrem-
werttheorie für stationäre Prozesse. D(un) impliziert zum Beispiel, dass

P (Mn ≤ un) = P k(M[n/k] ≤ un) + o(1) (2.15)

für konstante oder hinreichend langsam steigende k gilt. Diese Eigenschaft deutet schon
darauf hin, dass das Grenzverhalten von (Mn) in enger Beziehung mit (M̃n) steht. Der
folgenden Satz zeigt sogar, dass die Klasse der möglichen Extremwertverteilungen für
normierte Folgen (Mn) und (M̃n) übereinstimmt.

Satz 2.3.1 (Grenzverteilungen für Maxima stationärer Prozesse). Sei c−1
n (Mn−dn)

d→ G für
eine Verteilung G und geeignete Konstanten cn > 0, dn ∈ R. Wenn die Bedingung D(cnx+dn)
für alle x ∈ R erfüllt ist, dann ist G eine Extremwertverteilung wie in Definition 1.2.5.

Beweis. Es ist bereits bekannt, dass G eine Extremwertverteilung ist genau dann wenn G
auch max-stabil ist. Nach (2.15) gilt

P (Mnk ≤ cnx+ dn) = P k(Mn ≤ cnx+ dn) + o(1)→ Gk(x)

für alle ganzzahligen k ≥ 1 und jeden Stetigkeitspunkt x von G. Andererseits gilt auch

P (Mnk ≤ cnkx+ dnk)→ G(x).
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Nun kann man wie im Beweis von Satz 1.2.2 fortfahren und kommt zum Schluss, dass G
max-stabil ist.

Bemerkung. Satz 2.3.1 heißt nicht, dass die Beziehungen c−1
n (Mn − dn)

d→ H und

c−1
n (M̃n − dn)

d→ G, G = H implizieren. Oft ist G von der Form Hθ für ein θ ∈ [0, 1]; θ wird
dann auch Extremalindex bezeichnet.

Max-Stabilität ist also notwendig unter Bedingung D(cnx + dn), x ∈ R. Als nächstes sollen
hinreichende Bedingungen für die Konvergenz von P (Mn ≤ un) für eine gegebene Folge (un),
welche

nF (un)→ τ, τ ∈ [0,∞) (2.16)

erfüllt, geschaffen werden. Mit Proposition 1.1.1 ist bereits bekannt, dass (2.16) und P (M̃n ≤
un) → exp{−τ} äquivalent sind. Leider kann man an dieser Stelle nicht einfach (M̃n) mit
(Mn) unter D(un) ersetzen. Man könnte lediglich

lim inf
n→∞

P (Mn ≤ un) ≥ e−τ

zeigen.

Beispiel 2.3.2. Sei (Yn) eine u.i.v. Folge mit Verteilungsfunktion
√
F für eine Verteilungs-

funktion F . Definiere die Folge (Xn) durch

Xn = max(Yn, Yn+1), n ∈ N.

(Xn) ist dann eine stationäre Folge mit Randverteilung F für alle n ≥ 1. Es ist klar, dass
nach dieser Konstruktion die Maxima von (Xn) als Paare bei aufeinanderfolgenden Indizes
auftreten, siehe Abbildung 6.
Angenommen die Folge un erfüllt für τ ∈ (0,∞) un ↑ ∞ und (2.16). Dann gilt F (un) → 1
und

nP (Y1 > un) = n(1−
√
F (un)) = nF (un)

1+
√
F (un)

→ τ
2 .

Nun gilt nach Proposition 1.1.1

P (Mn ≤ un) = P (max(Y1, ..., Yn, Yn+1) ≤ un)

= P (max(Y1, ..., Yn) ≤ un)F (un)

→ e−τ/2.

Bedingung D(un) ist erfüllt für l ≥ 2 und αn,l = 0.

Dieses Beispiel zeigt, dass eine weitere Bedingung nützlich ist.
Bedingung D′(un):

lim
k→∞

lim sup
n→∞

n
[n/k]∑
j=2

P (X1 > un, Xj > un) = 0.

Bemerkung. D′(un) ist eine Anti-Clustering Bedingung an den stationären Prozess (Xn).
In der Tat impliziert D′(un),
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Abb. 6: Realisierungen von (Yn) (oben) und (Xn) (unten) für eine Standardexponentialver-
teilung F .

E
∑

1≤i<j≤[n/k]

I{Xi>un,Xj>un} ≤ [n/k]
[n/k]∑
j=2

EI{X1>un,Xj>un} → 0,

d.h. im Mittel sind Überschreitungen von un durch Paare (Xi, Xj) sehr unwahrscheinlich für
große n.

Nun kann man ein analoges Resultat zu Proposition 1.1.1 für stationäre Prozesse formulieren.

Proposition 2.3.3. Sei (Xn) eine stationäre Folge und (un) erfülle D(un), D′(un). Weiters
sei τ ∈ [0∞). Dann ist (2.16) erfüllt genau dann wenn

lim
n→∞

P (Mn ≤ un) = e−τ (2.17)

Ein Beweis obiger Aussage befindet sich in [Embrechts 1997, Proposition 4.4.3]. Im Beweis
sieht man die Wichtigkeit der Bedingungen D(un) und D′(un), wird aber aufgrund seiner
Länge hier nicht angeführt.

Beispiel 2.3.4 (Forstsetzung von Beispiel 2.3.2). In Beispiel 2.3.2 wurde gezeigt, dass (2.16)
P (Mn ≤ un) → exp{−τ/2} impliziert. D(un) wurde ebenfalls gezeigt. Also muss die Bedin-
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gung D′(un) verletzt sein. In der Tat gilt, weil X1 und Xj für j ≥ 2 unabhängig sind,

n

[n/k]∑
j=2

P (X1 > un, Xj > un)

= nP (X1 > un, X2 > un) + n([n/k]− 2)P 2(X1 > un)

= nP (max(Y1, Y2, Y3) > un) + τ2/k + o(1)

= n(1− F 3(un)) + τ2/k + o(1), n→∞.

Mit

n(1− F 3(un)) = nF (un)(1 + F 2(un) + F (un))→ 3τ

sieht man, dass D′(un) nicht erfüllt ist. Der Grund dafür ist, dass Maxima von (Xn) in
Clustern der Größe 2 auftreten. Beachte, dass

E
(

n∑
i=1

I{Xi>un,Xi+1>un}

)
= nP (X1 > un, X2 > un)→ 3τ > 0,

also ist die erwartete Anzahl von paarweisen Überschreitungen (Xi, Xi+1) von un größer 0.

Wie schon in Abschnitt 1 kann man nun die Grenzverteilung der Maxima Mn bestimmen.

Satz 2.3.5 (Grenzverteilung für Maxima stationärer Prozesse). Sei (Xn) ein stationärer
Prozess mit Verteilung F ∈MDA(H) für eine Extremwertverteilung H, d.h. es gibt Normie-
rungskonstanten cn > 0, dn ∈ R mit

lim
n→∞

nF (cnx+ dn) = − lnH(x), x ∈ R. (2.18)

Erfüllt die Folge (un) = (cnx + dn), x ∈ R die Bedingungen D(un) und D′(un), dann ist
(2.18) äquivalent zu den folgenden Beziehungen:

c−1
n (Mn − dn)

d→ H, (2.19)

c−1
n (M̃n − dn)

d→ H. (2.20)

Beweis. Die Äquivalenz von (2.18) zu (2.19) folgt aus Proposition 1.3.2. Die Äquivalenz von
(2.18) zu (2.20) aus Proposition 2.3.3.

Nach der obigen Diskussion ist das Verhalten der Maxima stationärer Prozesse nicht
überaschend, denn durch D(cnx+ dn) und D′(cnx+ dn) wird ein ähnliches Verhalten wie im
u.i.v. Fall erzwungen. Beachte, dass Satz 2.3.5 auch sicherstellt, dass die Normierungskon-
stanten auf die gleiche Weise wie in Abschnitt 1.3 gewonnen werden können.
Dennoch muss man streng genommen immer die Bedingungen D(un) und D′(un) überprüfen,
was im Allgemeinen natürlich nicht möglich ist. Ein wichtiger Vertreter, der auch in Anwen-
dungen der Finanzmathematik immer wieder Einsatz findet, ist der Gauss-Prozess. In diesem
Fall sind die Bedingungen über das asymptotische Verhalten der Autokovarianzen

γ(h) = cov(X0, Xh), h ≥ 0

überprüfbar. Obwohl an dieser Stelle eine weitere Analyse aus praktischer Sicht höchst in-
teressant wäre, wird darauf verzichtet, weil eine solche die Ziele dieser Arbeit übersteigen
würde.



Kapitel 3

Statistische Methoden für
Extremwerte

In diesem Kapitel werden grundlegende Methoden der Extremwerttheorie sowie zwei Bei-
spieldatensätze präsentiert. Begonnen wird mit einfachen aber wichtigen Methoden der ex-
plorativen Datenanalyse und zum Schluss wird das exakte Modell, in dem die Daten der
verallgemeinerten Extremwertverteilung folgen, präsentiert.

3.1 Problemstellungen und Daten

Beispiel 3.1.1 (Versicherungsforderungen). Bei diesem Datensatz handelt es sich große
Versicherungsforderungen in Folge von Feuerschäden in Dänemark von 03.01.1980 bis
31.12.1990 in Millionen Dänischer Kronen (zu Preisen von 1985). Der Datensatz enthält
einen Vektor mit den numerischen Werten der Schäden und jeder Wert ist mit einem Zeit-
punkt versehen. Insgesamt gibt es 2167 Beobachtungen. Es handelt hierbei um eine unre-
gelmäßige Zeitserie, denn die Schäden traten in unregelmäßigen Zeitabständen auf. Die Da-
ten wurden von Mette Rytgaard von der Kopenhagener Rückversicherung bereitgestellt und
können mit dem R-Paket [evir 1.7-3] heruntergeladen werden. Abbildung 7 liefert einen ers-
ten Überblick über die Daten.
Aus Sicht einer Versicherung stellen sich nun folgende Aufgabenstellungen:

• Berechne die Versicherungsprämie, welche sicherstellt, dass zukünftige Forderungen mit
hinreichend hoher Wahrscheinlichkeit gedeckt sind.

• Wie hoch wird der maximale Verlust dieses Versicherungsportfolios sein. Also z.B. das
0.999-Quantil der Verteilung F?

Es handelt sich hier um ein statistisches Problem, welches von vornherein nichtparametrisch
ist. Der Rest des Kapitels dient nun dazu Aussagen über die Verteilung F zu treffen.
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Abb. 7: Versicherungsforderungen nach Feuerschäden (oben). Histogramme der Forderungen
unter 3 (unten links) und über oder gleich 3 (unten rechts). In den Histogrammen ist die
Rechtsschiefe deutlich zu erkennen.
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Abb. 8: Beispiel einer Profit-Loss (P-L) Verteilung mit Value-at-Risk.

Beispiel 3.1.2 (Value-at-Risk). Angenommen wir haben ein Portfolio, bestehend aus ver-
schiedenen Assets (z.B. Aktien, Anleihen, Derivate, usw.), mit Werten zu jedem Zeitpunkt t.
Der Value-at-Risk (VaR) ist dann z.B. das 0.05-Quantil der Gewinn-Verlust (Profit-Loss,P-
L) Verteilung, siehe Abbildung 8. Typischerweise sind derartige Verteilungen schief mit heavy
Tails auf beiden Seiten (Verluste und Gewinne). Folgende Aufgaben sind nun relevant:

• Schätze den VaR des Portfolios.

• Schätze die Wahrscheinlichkeit, dass gegeben eines Überschreiten des VaR, dieser um
eine bestimmte Menge überschritten wird. Diese Größe wird wird auch bedingter VaR
oder expected shortfall (ES) genannt.

Die erste Aufgabe beschäftigt sich mit dem Bestimmen von Quantilen der geschätzten P-L
Verteilung, welche auch außerhalb der Datenreichweite liegen können. Die zweite Aufgabe
beschäftigt sich mit der Schätzung der Exzessverteilung, siehe Definition 1.4.3. Dabei wird
die verallgemeinerte Paretoverteilung als parametrisches Modell eine Rolle spielen. Eine de-
tailiierte Analyse letzterer Aufgabe befindet sich in [Embrechts 1997, Kapitel 6.5].
Für die erste Aufgabe werden hier die täglichen prozentuellen Veränderungen (=Returns) des
Standard and Poors 500 Index von 05.01.1960 bis 11.06.1993 verwendet. Dieser Datensatz
enthält insgesamt 8414 Beobachtungen und ist in Abbildung 9 angezeigt.
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Abb. 9: Tägliche prozentuelle Veränderungen (=Returns) des S&P 500 Index (oben) und
entsprechendes Histogramm (unten)
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3.2 Graphische Methoden zur Datenanalyse

3.2.1 Quantil Plots

Sei Xn,n ≤ · · · ≤ X1,n eine geordnete Stichprobe. Die theoretische Grundlage für Quantil
Plots, auch QQ-Plots genannt, liefert die Quantiltransformation, welche impliziert, dass die
Größen Ui = F (Xi,n) unabhängig stetig gleichverteilt auf (0, 1) für stetige Verteilungsfunktion
F sind. Es gilt sogar

(F (Xk,n))k=1,...,n
d
= (Uk,n)k=1,...,n.

Daraus folgt

EF (Xk,n) = k
n , k = 1, ..., n.

Der Graph {(
Xk,n, F

←
(
k

n

))
: k = 1, ..., n

}
(3.1)

wird dann als Quantil Plot oder QQ-Plot, bezeichnet. Stammt nun die geordnete Stichprobe
aus der Verteilung F , so ist der QQ-Plot approximativ linear.
Mit dieser graphischen Methode können schon erste Aussagen über die Verteilung der Daten
getroffen werden, nämlich

(a) Vergleich von Verteilungen: Wenn die Daten eine Stichprobe der Referrenzverteilung F
sind, dann sollte der Plot ungefähr linear sein. Diese Aussage stimmt auch wenn die
Daten von einer linearen Transformation der Verteilung erzeugt wurden.

(b) Ausreißer: Wenn einige wenige Datenwerte sehr unterschiedlich von den übrigen Daten-
punkten sind, dann können diese Punkte sehr leicht im Plot indentifiziert werden.

(c) Lage und Skala: Da eine lineare Transformation der Verteilung den Plot um genau die-
selbe Transformation ändert, kann man Lage- und Skalenparamteter graphisch durch
Blick auf Steigung und Schnittpunkt mit der y-Achse schätzen. Allerdings nur unter der
Voraussetzung, dass die Daten von der Referrenzverteilung stammen.

(d) Form: Einige Aussagen über die Form der Verteilung können ebenfalls getroffen werden.
Hat z.B. die Referrenzverteilung ”heavier Tails”, wird der Plot am linken Rand nach
unten und/oder am rechten Rand nach oben gezogen.

Siehe Abbildung 10(a)-(c) für eine Illustration von (a) und Abbildung 10(d) für den
zweiseitigen Fall von Punkt (d).
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Abb. 10: QQ-Plot von simulierten (n=500) Daten einer Exponential- (a), Uniform- (b) und
Lognormalverteilung (c) gegen die Quantile der Exponentialverteilung. In (d) ist ein QQ-Plot
von t4-verteilten Daten gegen die Standardnormalverteilung.

Im Falle der verallgemeinerten Extremwertverteilung (GEV) als Lage und Skalenfamilie

Hξ;µ,σ(x) = exp

{
−
(

1− ξ x− µ
σ

)−1/ξ
}
, 1 + ξ(x− µ)/σ > 0, (3.2)

=


Φα(1 + (x− µ)/(ασ)) für x > µ− σα, ξ = 1/α > 0,

Ψα(−(1− (x− µ)/(ασ))) für x < µ+ σα, ξ = −1/α < 0,

Λ((x− µ)/σ) für x ∈ R, ξ = 0.

(3.3)

machen die Lage- und Skalenparameter µ ∈ R, σ > 0, sowie der Formparameter ξ ∈ R, die
Interpretation eines QQ-Plots deutlich. Eine Methode zum Testen ob eine Stichprobe aus
der Verteilung Hξ;µ,σ kommt, ist es den QQ-Plot mit der Verteilung Hξ̂;0,1 zu betrachten,
nachdem man ξ, µ und σ geschätzt hat. Schätzer für ξ werden in Abschnitt 4.2 präsentiert
und die Lage- und Skalenparameter kann man z.B. mit einer linearen Regression schätzen.
Diese intuitiven und einfachen Schätzer werden oft als Startwerte für numerische Interationen
verwendet.
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Abb. 11: QQ-Plot von simulierten (n=500) Daten einer Gumbelverteilung gegen die theo-
retischen Quantile (a), GEV verteilte Daten mit ξ = 0.3 (b), ξ = −0.3 (c) und ξ = 0.7
(d) gegen die Quantile der Gumbelverteilung. Die Werte ξ = 0.3 und ξ = 0.7 wurden so
gewählt, dass α = 1/ξ im Intervall (3, 4) und (1, 2) liegt, wobei der erste Bereich typisch für
Finanzzeitreihen und der zweite für Versicherungsdaten ist.
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3.2.2 Mittlere Exzessfunktion

Eine weitere graphische Methode, im Speziellen zum Unterscheiden von Abweichungen in
den Tails, ist die mittlere Exzessfunktion, siehe Definition 1.4.3. Der Wert der Funktion e(u)
wird als mittlerer Exzess über der Schranke u bezeichnet. Diese Funktion hat eine enorme
Bedeutung im Versicherungswesen, denn man kann sie als mittlere Forderungssumme über
der Dringlichkeitsstufe u interpretieren. Im Risikomanagement des Finanzwesens ändert man
den Tail hin zum linken Tail der Verteilung (Verluste) und erhält unmittelbar die erwartete
Deckungslücke (expected shortfall, ES).
Nach Beispiel 1.4.4 sind stetige Verteilungsfunktionen F eindeutig durch ihre mittlere
Exzessfunktion bestimmt.

Beispiel 3.2.1. Sei X Exp(λ)-verteilt, dann gilt e(u) = λ−1 für alle u > 0, denn in diesem
Fall ist

e(u) =
∫∞
u e−λydy

e−λu
= λ−1.

Im Falle der verallgemeinerten Paretoverteilung ist e(u) linear, siehe Satz 1.4.6. Die mittlere
Exzessfunktion von Verteilungen mit heavy Tails liegt für große Werte von u typischerweise
zwischen einer konstanten Funktion (wie bei Exp(λ)) und einer Gerade mit positivem Anstieg
(Paretoartige Verteilungen). Eine sehr interessante mittlere Exzessfunktion ist von der Form

e(u) =

{
u1−β/α für α > 0, 0 ≤ β < 1,

u/(α+ 2β lnu) für α, β > 0.

Beachte, dass e(u) steigt aber die Rate des Anstiegs mit steigendem u sinkt. In der Versiche-
rungsmathematik gibt es zwei Verteilungen zur Modellierung von Forderungen, welche genau
diese Art von mittleren Exzessfunktionen haben; diese heißen Bektander Typ 1 und Typ 2
Verteilung.

In der folgenden Tabelle sind die mittleren Exzessfunktionen einiger wichtiger Verteilungen
zusammengefasst, wobei die asymptotischen Fälle für u→∞ zu verstehen sind.

Tabelle 3.1: Mittlere Exzessfunktionen für gegebene Verteilungen.

Pareto u
α−1 , α > 1

Weibull u1−β

cτ (1 + o(1))

Exponential λ−1

Lognormal σ2u
lnu−µ(1 + o(1))
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Ein grafischer Test für das Tailverhalten kann nun aus der empirischen mittleren Exzessfunk-
tion en(u) gewonnen werden. Sei X1, ..., Xn eine u.i.v. Stichprobe mit Verteilungsfunktion F ,
Fn die empirische Verteilungsfunktion und ∆n(u) = {i : i = 1, ..., n,Xi > u}, dann ist

en(u) =
1

Fn(u)

∫ ∞
u

Fn(y)dy =
1

card∆n(u)

∑
i∈∆n(u)

(Xi − u), u ≥ 0 (3.4)

mit der Konvention 0/0 = 0. Ein mittlerer Exzessplot (ME Plot) besteht dann aus dem
Graphen

{(Xk,n, en(Xk,n)) : k = 1, ..., n}.

Hier wird der ME Plot ausschließlich dafür verwendet um eine erste graphische Zuordnung
zu heavy oder light Tails zu machen, siehe Abbildung 12 für ein Beispiel mit simulierten
Daten. Bei diesen Plots ist allerdings zu beachten, dass sie sehr sensitiv sind aufgrund der
geringen Datenverfügbarkeit für hohe Werte von u. Mit anderen Worten schwankt der Plot
der empirischen mittleren Exzessfunktion für hohe Werte von u je nach Stichprobe sehr stark.
Dieser Effekt wird in Abbildung 13 deutlich.
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Abb. 12: Empirische mittlere Exzessfunktionen en(u) von simulierten Daten (n = 1000)
mit der jeweiligen theoretischen mittleren Exzessfunktion e(u): standard exponential (oben),
lognormal (mitte) mit lnX ∼ N(0, 4) und pareto (unten) mit α = 1.7.
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Abb. 13: Mittlere Exzessfunktion der Paretoverteilung mit F (x) = x−1.7, x ≥ 1, zusammen
mit 20 empirischen Versionen basierend auf simulierten Daten (n = 1000).

Beispiel 3.2.2 (Grafische Analyse der Beispieldatensätze). In Abbildung 14 und 15 sind ei-
nige der Eigenschaften der beiden Beispieldatensätze, siehe Beispiel 3.1.1 und 3.1.2, grafisch
zusammengefasst. Ein Beispiel aus der Versicherungs- und eines aus der Finanzbranche.
Abbildung 14: Ein erster Blick auf die Grafiken zeigt das Heavy-Tailverhalten und die
Rechtsschiefe der Daten. Die empirische mittlere Exzessfunktion bildet annähernd eine Gera-
de, was die verallgemeinerte Paretoverteilung als parametrisches Modell sinnvoll erscheinen
lässt. Die QQ-Plots gegen die Standardexponential-Quantile zeigen ebenfalls, dass die Daten
wesentlich schwerere Tails haben als die Exponentialverteilung.
Während bei Versicherungsdaten oft u.i.v. Beobachtungen angenommen werden, ist diese An-
nahme für Finanzzeitreihen wie die täglichen Returns des S&P 500 Index typischerweise nicht
erfüllt. Allerdings können wir die Stationarität der Daten annehmen und so kann man die
statistischen Methoden dieser Arbeit in einer ähnlichen Weise wie für u.i.v. Daten interpre-
tieren.
Abbildung 15: Hier wurden die 500 größten Returns den Beträgen der 500 kleinsten Returns
gegenübergestellt. Die Log-Histogramme zeigen deutlich die Rechtsschiefe und das heavy Tail
Verhalten. Interessanterweise zeigen die Histogramme und ME-Plots (beachte die verschie-
denen Steigungen) ein unterschiedliches Verhalten des linken und rechten Rands des Daten.
In der Tat kann man daraus schließen, dass der linke Rand (500 kleinsten Beobachtungen)
schwerere Tails besitzt.
Die Wahl der Gruppen von genau 500 Beobachtungen ist an dieser Stelle noch beliebig und
wird an späterer Stelle noch genauer behandelt. Einige Basisstatistiken der Datensätze sind
in Tabelle 3.2 zusammengefasst.
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Abb. 14: Grafische Analyse der Versischerungsforderungen als Folge von Brandschäden: Der
Datensatz (oben links), ein Histogramm der log-transformierten Daten (oben rechts), ein QQ-
Plot gegen die Quantile der Standardexponentialverteilung (unten links) und ein ME-Plot der
Daten (unten rechts), wobei hier die letzten 3 Datenpunkte weggelassen wurden.
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Abb. 15: Grafische Analyse der täglichen Returns des S&P 500 Index: Die 500 größten Werte
(oben links) und die Beträge der 500 kleinsten Werte (oben rechts). In der Mitte die entspre-
chenden Log-Histogramme und unten die ME-Plots.
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Tabelle 3.2: Zusammenfassung der Beispieldatensätze.

Daten Feuerschäden S&P 500 komplett S&P 500 niedrig S&P 500 hoch

n 2167 8414 500 500

Minimum 1 -0.2039 0.0120 0.0124

Erstes Quartil 1.321 -0.0040 0.0136 0.0143

Median 1.778 0.0003 0.0155 0.0166

Mittelwert 3.385 0.0002 0.0179 0.0187

Drittes Quartil 2.967 0.0045 0.0190 0.0206

Maximum 263.3 0.0909 0.2039 0.0909

Standardabweichung 8.507 0.0087 0.0110 0.0072

3.3 Parameterschätzung für die verallgemeinerte Extrem-
wertverteilung

Sei Hξ;µ,σ die Verteilungsfunktion der verallgemeinerten Extremwertverteilung wie in (3.2),
dann besteht der Parameter θ = (ξ, µ, σ) ∈ R×R×R+ aus dem Formparameter ξ, Lagepara-
meter µ und dem Skalenparameter σ. Der Einfachheit halber wird auch öfters Hθ geschrieben.
In diesem Abschnitt wird angennommen, dass die Daten eine Stichprobe aus der Verteilung
Hθ sind, also

X1, ..., Xn u.i.v. aus Hθ. (3.5)

Die Annahme, dass Daten aus einer exakten Extremwertverteilung stammen ist in vielen
Fällen nicht erfüllt und gibt hier nur eine ersten Einblick. Im nächsten Kapitel wird
angenommen, dass die Daten nur approximativ der Verteilung Hξ folgen. Approximativ
bedeutet in diesem Sinne natürlich, dass die Daten im Maximum Anziehungsbereich liegen.

Dieser exakte Fall kann zum Beispiel eintreten wenn die Xi’s die Maxima über bestimm-
te disjunkte Zeitabschnitte darstellen. Eine weites Feld ist hier die Hydrologie, in der zum
Beispiel jährliche maximale Wasserstände dokumentiert werden. Wegen der typischen Zeit-
abschnitte von einem Jahr, werden solche Methoden auch

”
Anpassung an jährliche Daten “

genannt, auch wenn die Zeitperiode nicht immer ein Jahr darstellt. Diese Methode wird auch
Block-Maxima-Methode genannt. Die Originaldaten sind dann von der Gestalt

X(1) =
(
X

(1)
1 , ..., X(1)

s

)
X(2) =

(
X

(2)
1 , ..., X(2)

s

)
...

...

X(n) =
(
X

(n)
1 , ..., X(n)

s

)
wobei der Vektor (X(i)) als u.i.v. angenommen wird aber die Komponenten der X(i) abhängig



58 KAPITEL 3. STATISTISCHE METHODEN FÜR EXTREMWERTE

sein können. Im Folgenden die meist verwendete Methode der Parameterschätzung für θ für
das exakte Modell (3.5) dikutiert.

3.3.1 Maximum Likelihood Schätzung

Das Modell (3.5) ist der klassische parametrische Fall und kann daher mit Maximum Like-
lihood Methoden gelöst werden. Sei hθ die Dichte von Hθ. Dann ist die Likelihood Funktion
gegeben den Daten X = (X1, ..., Xn)

L(θ;X) =
n∏
i=1

hθ(Xi)I1+ξ(Xi−µ)/σ>0

und l(θ;X) = lnL(θ;X) die Log-Likelihood Funktion. Der Maximum Likelihood Schätzer
(MLS) für θ ist dann

θ̂n = arg maxθ∈Θl(θ;X),

für den Parameterraum Θ. Im Fall H0;µ,σ ist die Log-Likelihood gegeben durch

l((0, µ, σ);X) = −n lnσ −
n∑
i=1

exp
{
−Xi−µ

σ

}
−

n∑
i=1

Xi−µ
σ .

Ableiten von l nach µ und σ ergibt die Likelihood Gleichungen

0 = n−
n∑
i=1

exp

{
−Xi − µ

σ

}
,

0 = n+
n∑
i=1

Xi − µ
σ

(
exp

{
−Xi − µ

σ

}
− 1

)
.

Für diese Gleichungen kann man die Lösung nicht explizit angeben und für den Fall Hξ für
ξ 6= 0 wird das Hinschreiben der Likelihood Gleichungen schon zum Problem. Es müssen
also numerische Methoden verwendet werden um eine Lösung anzugeben. Die numerische
Berechnung des MLS θn für allgemeine Hθ ist im Prinzip kein ernsthaftes Problem.

Mit dem Ausdruck
”
im Prinzip“ ist gemeint, dass die sogenannten regulären Fälle der

Maximum Likelihood Schätzung, welche Effizienz, Konsistenz und asymptotische Normalver-
teilung garantieren, in Anwendungen der Extremwerttheorie nicht immer erfüllt sind. Einer
dieser Fälle ist wenn der Träger der Dichte vom Parameter abhängt. Das ist insbesondere
der Fall für negative ξ. In der Literatur wurde gezeigt, dass die klassischen Eigenschaften
der MLS zumindest für ξ > −1/2 erfüllt sind; aber nicht für ξ ≤ −1/2.

Die meisten Verteilungen in Versicherung und Finanz haben einen unbeschränkten Träger
am rechten Rand, was nur für ξ ≥ 0 erfüllt ist, also ist die Maximum Likelihood Schätzung
ein passendes Werkzeug in diesen Anwendungsgebieten.
An dieser Stelle soll noch genauer diskutiert werden warum der Fall ξ ≥ 0 der wichtigste
in diesen Anwendungen ist. Klarerweise müssen Finanzdaten beschränkt sein durch die
offensichtliche Schranke des gesamten Wohlstands. Allerdings gibt es keinen Hinweis in
Daten auf eine obere Schranke, aber einen stetigen Anstieg über die Zeit der Maxima. Also
erscheint ξ ≥ 0 passend. Ein typisches Beispiel ist in Abbildung 14 zu sehen. Wenn aber
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Beispiele in der Lebensversicherungsmathematik behandelt werden ergibt die Annahme
ξ < 0 in vielen Fällen Sinn.

An dieser Stelle wäre noch die Erweiterung der Maximum Likelihood Schätzung auf meh-
rere obere Ordnungsstatistiken interessant, [Embrechts 1997] und [de Haan 2007] für weiter
Details.

3.3.2 Tail- und Quantilschätzung

Für das Model (3.5) kann nun ein Quantilschätzer gewonnen werden. Sei θ̂ ein Schätzer für
θ. Für ein p ∈ (0, 1) ist das p-Quantil xp definiert als xp = H←θ (p) und ein Schätzer für xp,
basierend auf der Stichprobe X1, ..., Xn, kann dann durch

x̂p = H←
θ̂

(p)

gewonnen werden. Wegen

H←
θ̂

(x) =

{
µ− σ

ξ (1− (− lnx)−ξ) für ξ 6= 0,

µ− σ ln(− lnx) für ξ = 0

wird x̂p zu

x̂p = µ̂− σ̂
ξ̂

(
1− (− ln p)−ξ̂

)
.

Ein entsprechender Schätzer für die Ausfallfunktion Hθ(x) für geeignete x ist dann durch

H θ̂(x) = 1− exp

{
−
(

1 + ξ̂ x−µ̂σ̂

)−1/ξ̂
}
,

wobei θ̂ = (ξ̂, µ̂, σ̂) zum Beispiel mit dem Maximum Likelihood Schätzer bestimmt wer-
den kann. Eine weitere Methode der Parameterschätzung in diesem Modell sind Momen-
tenschätzer für ξ < 1, welche im exakten Modell aber nicht genauer behandelt werden.





Kapitel 4

Statistische Methoden unter
Annahmen des
Maximum-Anziehungsbereichs

In diesem abschließenden Kapitel werden statistische Methoden für Daten, welche im Anzie-
hungsbereich der verallgemeinerten Extremwertverteilung liegen, präsentiert. Entscheidend
dabei ist die Schätzung von ξ. Dazu werden drei verschiedene Schätzer definiert und durch
Anwenden der Theorie auf die beiden Beispieldatensätze und simulierte Daten analysiert.

4.1 Einleitung

In diesem Kapitel wird die Bedingung (3.5) gelockert. Sei für ein ξ ∈ R,

X1, ..., Xn u.i.v. aus F ∈MDA(Hξ). (4.1)

Nach Proposition 1.3.2 ist F ∈MDA(Hξ) äquivalent zu

lim
n→∞

nF (cnx+ dn) = − lnHξ(x) (4.2)

für geeignete Folgen (cn),(dn) und x liegt, abhängig von ξ, im passenden Definitionsbereich.
Zuerst soll auf den Unterschied der beiden Modelle (3.5) und (4.1) hingewiesen werden.
Betrachte zu Anschauungszwecken den Standard Fréchet Fall ξ = 1/α > 0. (3.5) bedeutet
nun, dass die Stichprobe X1, ..., Xn exakt der Fréchetverteilung folgt, also

F (x) = 1− exp(−x−α), x > 0.

Im Gegensatz dazu bedeutet (4.1), nach Satz 1.3.4, lediglich

F (x) = x−αL(x), x > 0,

für eine langsam variierende Funktion L. Klarerweise ist letzteres Modell schwieriger zu ana-
lysieren aufgrund des nichtparametrischen Charakters von L. Bei diesem Modell spricht man
auch von einem semiparametrischen Modell, weil es einen parametrischen Teil α und einen
nichtparametrischen Teil L gibt. In einigen Anwendungen ist aber lediglich α von Interesse.
Eine nützliche Konsequenz von (4.2) ist, dass für große u = cnx+ dn,
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nF (u) ≈
(

1 + ξ u−dncn

)−1/ξ
,

sodass ein Tailschätzer von folgender Form sein könnte

F̂ (u) =
1

n

(
1 + ξ̂

u− d̂n
ĉn

)−1/ξ̂

, (4.3)

für geeignete Schätzer ξ̂, ĉn und d̂n. Weil (4.1) notwendigerweise eine Taileigenschaft ist, kann
ξ auf Basis von k oberen Ordnungsstatistiken Xk,n ≤ · · · ≤ X1,n geschätzt werden.
Für diese Art von Schätzung sind zwei Annahmen üblich:

(a) k(n)→∞ benutze eine hinreichend große Anzahl an Ordnungsstatistiken, aber

(b)
n

k(n)
→∞ Konzentration nur auf obere Ordnungsstatistiken

(4.4)

Später wird sich zeigen wo genau die Eigenschaften von (k(n)) in die Schätzung eingehen.

Mit (4.3) ist man im Prinzip schon in der Lage einen Schätzer für die Quantile xp = F←(p),
für fixes p ∈ (0, 1), wie folgt anzugeben

x̂p = d̂n +
ĉn

ξ̂

(
(n(1− p))−ξ̂ − 1

)
. (4.5)

Typischerweise ist man aber an sehr hohen p-Quantilen außerhalb der Stichprobe X1, ..., Xn

interessiert, d.h. p = pn wird so gewählt, dass p > 1−1/n, also ist Fn(p) = 0 und liefert keine
Informationen über diese Quantile. Aus diesem Grund kann man einen Trick anwenden und
zu einer Teilfolge übergehen. Sei aus Gründen der Einfachheit n/k ∈ N. Eine Möglichkeit ist
es dann zu einer Teilfolge (n/k) mit k = k(n), welche (4.4) erfüllt, überzugehen. Das Quantil
xp kann dann mit

x̂p = d̂n/k +
ĉn/k

ξ̂

((n
k

(1− pn)
)−ξ̂
− 1

)
(4.6)

geschätzt werden. Warum funktioniert dieser Ansatz? Hinter dieser Konstruktion steckt
ein zweistufiges Schätzverfahren. Zuerst braucht man einen guten Schätzer für ξ; das
wird im nächsten Abschnitt ausführlich behandelt. Danach braucht man Schätzer für die
Normierungskonstanten, welche ebenfalls über die Quantile definiert sind, z.B. im Fréchet
Fall ist cn = F←(1−n−1). Also ist das Schätzen von cn gleich dem Schätzen von xp am Ende
der Stichprobe. Durch die Teilfolge (n/k) bewegt man sich vom kritischen Wert 1− n−1 weg
hin zum stabileren Wert 1 − (n/k)−1. Wir haben also das Schätzproblem für Quantile auf
eines innerhalb der Datenreichweite reduziert. Ähnliche Argumente gelten auch für dn/k und
auch für den Fall einer Gumbel- oder Weibullverteilung.
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4.2 Schätzung von ξ

In diesem Abschnitt werden einige Schätzer für ξ für F ∈ MDA(Hξ) diskutiert und auch
einige statistische Eigenschaften behandelt.

Methode 1: Pickands Schätzer für ξ ∈ R
Der Pickands’s Schätzer ist definiert durch

ξ̂
(P )
k,n =

1

ln 2
ln

Xk,n −X2k,n

X2k,n −X4k,n
. (4.7)

Der folgende Satz fasst einige wichtige Eigenschaften dieser Schätzers zusammen.

Satz 4.2.1 (Eigenschaften des Pickands Schätzer). Sei (Xn) eine u.i.v. Folge mit Vertei-

lungsfunktion F ∈MDA(Hξ), ξ ∈ R und sei ξ̂
(P )
k,n der Pickands’s Schätzer (4.7).

(a) (Schwache Konsistenz) Für k →∞, k/n→ 0 für n→∞ gilt

ξ̂
(P )
k,n

P→ ξ, n→∞.

(b) (Starke Konsistenz) Für k/n→ 0, k/ ln lnn→∞, für n→∞ gilt

ξ̂
(P )
k,n

f.s.→ ξ, n→∞.

(c) (Asymptotische Normalverteilung) Unter zusätzlichen Voraussetzungen an k und F gilt

√
k(ξ̂

(P )
k,n − ξ)

d→ N(0, v(ξ)), n→∞,

mit

v(ξ) = ξ2(22ξ+1+1)
(2(2ξ−1) ln 2)2

.

An dieser Stelle wird auf einen verzichtet. Ein vollständiger Beweis dieses Satzes befindet sich
in [de Haan 1989]. Der analoge Satz über den Hill Schätzer ist aber mit Beweis angeführt,
siehe Satz 4.2.3.

Bemerkung Nach den Bemerkungen der vorigen Abschnitte sieht man sofort, dass der
Pickands Schätzer stark von der Wahl von k abhängt. Es ist also von Nutzen den sogenannten
Pickands-Plot in die Analyse einzubeziehen. Der Pickands-Plot ist folgender Graph{

(k, ξ̂
(P )
k,n ) : k = 1, ..., n

}
.

Diese Art von Plots kann wie folgt interpretiert werden: Zur optimalen Wahl von k sollte

man ξ̂
(P )
k,n aus einer k-Region wählen in der der Plot nahezu horizontal verläuft. Diese

Vorgangsweise wird auch in [Embrechts 1997] empfohlen und in [Dekkers 1993] wird noch
genauer auf die optimale Wahl von k eingegangen.

Methode 2: Hill Schätzer für ξ = α−1 > 0
Sei X1, ..., Xn eine u.i.v. Stichprobe mit Verteilungsfunktion F ∈ MDA(Φα), α > 0, also
F (x) = x−αL(x), x > 0 für eine langsam variierende Funktion L. Wie bereits erwähnt ist in
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vielen Anwendungen der Index α von größter Bedeutung. Der Hill Schätzer ist der bekannteste
unter allen Schätzern für Tailindizes und ist wie folgt definiert

α̂
(H)
k,n =

1

k

k∑
j=1

lnXj,n − lnXk,n

−1

, (4.8)

wobei die Annahmen (4.4) erfüllt sind. Es gibt viele verschiedene Variationen des Hill
Schätzers, aber alle haben die gleichen asymptotischen Eigenschaften wegen Beispiel 2.1.3.
Diese Aussage gilt natürlich nur wenn für alle Variationen die Annahmen (4.4) erfüllt sind. Im
Folgenden werden 3 Variationen präsentiert, welche alle über eine anderen Zugang gewonnen
werden.

Zugang 1: Maximum Likelihood Schätzung
Sei zunächst X eine Zufallsvariable mit Verteilungsfunktion F sodass für α > 0

P (X > x) = F (x) = x−α, x ≥ 1.

Dann folgt unmittelbar für Y = lnX

P (Y > y) = e−αy, y ≥ 0,

also Y ∼ Exp(α) und der Maximum Likelihood Schätzer für α ist

α̂n = Y
−1
n =

(
1
n

n∑
j=1

lnXj

)−1

=

(
1
n

n∑
j=1

lnXj,n

)−1

.

Betrachte nun die Verallgemeinerung

F (x) = Cx−α, x ≥ u > 0, (4.9)

mit bekanntem u. Wenn (4.9) voll spezifiziert ist, d.h. C = uα, ergibt sich sofort der MLS für
α durch

α̂n =

 1

n

n∑
j=1

ln
Xj,n

u

−1

=

 1

n

n∑
j=1

lnXj,n − lnu

−1

. (4.10)

Oft ist diese parametrische Information nicht vorhanden, aber wegen MDA(Φα) kann man
annehmen, dass sich F über einer bestimmten Schranke u wie eine Paretoverteilung verhält.
Sei

K = card{i : Xi,n > u, i = 1, ..., n} (4.11)

Bedingt auf das Ereignis {K = k}, kann der ML Schätzer für α und C in (4.9) durch
Maximieren der gemeinsamen Dichte von (Xk,n, ..., X1,n) gewonnen werden. Mit Satz 2.1.1
erhält man
fXk,n,...,X1,n(xk, ..., xn)

= n!
(n−k)!(1− Cx

−α
k )(n−k)Ckαk

k∏
i=1

x
−(α+1)
i , u < xk < · · · < x1.
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Lösen dieses Maximierungsproblems führt auf

α̂
(H)
k,n =

1

k

k∑
j=1

ln

(
Xj,n

Xk,n

)−1

=

1

k

k∑
j=1

lnXj,n −Xk,n

−1

Ĉk,n =
k

n
X
α̂
(H)
k,n

k,n .

Dieser Schätzer ist von der selben Form wie in (4.10) nur mit der Änderung, dass das deter-
ministische u durch die Zufallsschranke Xk,n ersetzt wird mit k gemäß (4.11) definiert.
Man kann nun auch sofort einen Schätzer für F (x) angeben, nämlich

F̂ (x) =
k

n

(
x

Xk,n

)−α̂(H)
k,n

(4.12)

und für das p-Quantil

x̂p =
(n
k

(1− p)
)−1/α̂

(H)
k,n

Xk,n. (4.13)

Mit (4.12) erhält man auch einen Schätzer für die Exzessverteilungsfunktion Fu(x − u),
x ≥ u, wenn man Fu(x− u) = 1− F (x)/F (u) verwendet.

Beispiel 4.2.2. In diesem Beispiel wurden die oben gewonnenen Schätzer auf die Versi-
cherungsdaten angewandt, siehe auch Abbildung 16. Als Schranke u für den Schätzer der
Exzessverteilungsfunktion wurde u = 10 (k = 109) gewählt. Der entsprechende Schätzwert
für ξ ist dann ξ̂ = 0.618. Insgesamt zeigt der Hill-Plot für ξ ein relativ stabiles Verhal-
ten im Intervall (0.5, 0.7). Es ist auch bemerkenswert, dass der Schätzer x̂0.99 im Bereich
45 ≤ k ≤ 110 äußerst stabil um den Wert 26.8 ist. Dieser Wert passt auch mit dem empi-
rischen 0.99-Quantil zusammen, welches bei 26.04 liegt. Dieses Beispiel ist nur der Beginn
einer detaillierten statistischen Analyse der beiden Datensätze und wird im weiteren Verlauf
erweitert.

Zugang 2: Reguläre Variation
Dieser Zugang ist die Folge einer Umformulierung von F ∈ MDA(Φα). In der Tat ist F ∈
MDA(Φα) genau dann wenn

lim
t→∞

F (tx)

F (t)
= x−α, x > 0.

Mit partieller Intergration erhält man∫∞
t (lnx− ln t)dF (x) =

∫∞
t

F (x)
x dx,

und mit [Embrechts 1997, Theorem A3.6]

1

F (t)

∫ ∞
t

(lnx− ln t)dF (x)→ 1

α
, t→∞. (4.14)

Ersetzt man nun F mit der empirischen Version Fn und t mit Xk,n für ein k = k(n) erhält
man einen Schätzer für α. Die Wahl von Xk,n für t ist motiviert durch die Tatsache, dass

Xk,n
f.s.→ ∞ für k = k(n) → ∞ und k/n → 0, siehe Proposition 2.1.4. Mit (4.14) ergibt sich

dann der Schätzer
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1
F (Xk,n)

∫∞
Xk,n

(lnx− lnXk,n)dFn(x) = 1
k−1

k−1∑
j=1

lnXj,n − lnXk,n,

welcher bis auf den Faktor k − 1 mit dem vorigen Zugang übereinstimmt.

Zugang 3: Mittlere Exzess Funktion
Dieser Zugang ist streng genommen nur eine Wiederholung von oben, aber aufgrund des
methodischen Einblicks wird er hier gesondert angeführt. Sei X wieder eine Zufallvariable
mit F ∈ MDA(Φα), α > 0 und aus Notationsgründen sei X > 1 fast sicher. Man kann nun
(4.14) umschreiben in

E(lnX − ln t| lnX > ln t)→ 1
α , t→∞.

Mit u = ln t und e∗(u) als mittlere Exzessfunktion von lnX folgt

e∗(u)→ 1
α , u→∞.

Der Hill Schätzer kann dann als empirische mittlere Exzessfunktion von lnX über der
Schranke u = lnXk,n, also e∗n(lnXk,n), interpretiert werden.
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Abb. 16: Hill-Plot für ξ = 1/α für 15 ≤ k ≤ 500 (oben). Fit der Exzessverteilungsfunktion
mit logarithmischer x-Achse, u = 10(k = 109) (mitte). Schätzer für das 0.99-Quantil für
15 ≤ k ≤ 500 (unten).
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Satz 4.2.3 (Eigenschaften des Hill Schätzers). Sei (Xn) eine u.i.v. Folge mit Verteilungs-
funktion F , welche für ein α > 0 und L ∈ R0,

F (x) = P (X > x) = x−αL(x), x > 0

erfüllt und sei α̂
(H)
k,n der Hill Schätzer aus (4.10).

(a) (Schwache Konsistenz) Für k →∞, k/n→ 0 für n→∞ gilt

α̂
(H)
k,n

P→ α.

(b) (Starke Konsistenz) Für k/n→ 0, k/ ln lnn→∞, für n→∞ gilt

α̂
(H)
k,n

f.s.→ α.

(c) (Asymptotische Normalverteilung) Erfülle F für alle x > 0 die Bedingung

lim
t→∞

U(tx)
U(t)

−xξ

A(t) = xξ x
ρ−1
ρ

mit ξ > 0, ρ ≤ 0 und einer positiven oder negativen Funktion A mit limt→∞A(t) = 0. Weiters
gelte für k = k(n)→∞, k/n→ 0, n→∞

lim
n→∞

√
kA
(
n
k

)
= λ <∞.

Dann gilt

√
k(ξ̂

(H)
k,n − ξ)

d→ N
(

λ
1−ρ , ξ

2
)

.

Bemerkung. Im Fall

lim
t→∞

tα
(
U(tx)
U(t) − x

ξ
)

= 0

für alle x > 0 und α > 0 kann der Term λ/(1− ρ) durch 0 ersetzt werden.

Für den Beweis benötigen wir noch folgende Lemmata.

Lemma 4.2.4. Seien Y1, Y2, ... unabhängig identisch verteilte Zufallsvariablen mit Vertei-
lungsfunktion 1 − 1/y, y ≥ 1 und seien Yn,n ≤ Yn−1,n ≤ · · · ≤ Y1,n die Ordnungsstatistiken.
Dann gilt mit k = k(n),

lim
n→∞

Yk,n =∞,

falls k(n) = o(n).

Beweis. Das starke Gesetz der großen Zahlen impliziert

1
n

n∑
i=1

I{Yi>r} →
1
r , fast sicher, n→∞,

für r = 1, 2, ... . Sei nun für ein r Yk,n < r unendlich oft, dann gilt
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k
n = 1

n

n∑
i=1

I{Yi>Yk,n} >
1
n

n∑
i=1

I{Yi>r} >
1
2r

unendlich oft, was aber im Widerspruch zu obiger Annahmen steht.

Lemma 4.2.5. Seien E,E1, E2, ... u.i. standardexponentialverteilte Zufallsvariablen und sei-
en En,n ≤ En−1,n ≤ · · · ≤ E1,n die Ordnungsstatistiken. Sei die Funktion f so, dass
V ar f(E) <∞. Dann ist

√
k

(
1
k

k∑
i=1

f(Ei,n − Ek,n)− Ef(E)

)
unabhängig von Ek,n und asymptotisch normalverteilt mit Mittelwert 0 und Varianz V ar f(E)
für n→∞, falls k = k(n)→∞ und k/n→ 0.

Für obiges Lemma ist in [de Haan 2007, Lemma 3.2.3] ein Beweis angeführt.

Beweis (a). Unter den Annahmen gilt nach Satz 1.4.2, insbesondere mit der nachfolgenden
Bemerkung 3, dass

lim
t→∞

U(tx)
U(t) = xξ

für x > 0 und damit nach [de Haan 2007, Proposition B.1.9], welche wiederum eine direkte
Folgerung aus dem Repräsentationssatz für regulär variierende Funktionen [Embrechts 1997,
Theorem A3.3] ist, für x ≥ 1 und t ≥ t0

(1− ε)xξ−ε′ < U(tx)
U(t) < (1 + ε)xξ+ε

′
.

Logarithmieren führt dann zu

ln(1− ε) + (ξ − ε′) ln(x) < ln(U(tx))− ln(U(t)) < ln(1 + ε) + (ξ + ε′) ln(x). (4.15)

Seien Y1, Y2, ... unabhängig identisch verteilt mit gemeinsamer Verteilungsfunktion 1 − 1/y,

y ≥ 1, dann ist U(Yi)
d
= Xi, i = 1, 2, .... Also reicht es die Aussage für ξ

(H)
k,n =

k−1
k∑
j=1

lnU(Yj,n)−lnU(Yk,n) zu zeigen. Verwendet man nun (4.15) mit t = Yk,n, x = Yi,n/Yk,n

und Lemma 4.2.4 folgt

ln(1− ε) + (ξ − ε′) ln
(
Yi,n
Yk,n

)
< ln(U(Yi,n))− ln(U(Yk,n)) < ln(1 + ε) + (ξ + ε′) ln

(
Yi,n
Yk,n

)
für i = 1, 2, ..., k und damit auch

ln(1− ε) + (ξ − ε′) 1
k

k∑
i=0

ln
(
Yi,n
Yk,n

)
< ξ

(H)
k,n < ln(1 + ε) + (ξ + ε′) 1

k

k∑
i=0

ln
(
Yi,n
Yk,n

)
.

Es bleibt nun noch

1
k

k∑
i=0

ln
(
Yi,n
Yk,n

)
P→ 1
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für n → ∞ zu zeigen, was aber aus Lemma 4.2.5 folgt, wobei zu beachten ist, dass die Yi
einer Standardexponentialverteilung folgen.

Für den Beweis der starken Konsistenz des Hill Schätzers wird auf [Deheuvels 1988] verwiesen.

Beweis (c). Der folgende Beweis ist nur einer von mehreren Varianten. Zwei alternative
Beweise befinden sich in [de Haan 2007].
Umschreiben der ersten Bedingung zu

lim
t→∞

x−ξU(tx)
U(t)

−1

A(t) = xρ−1
ρ

und verwenden von limt→∞A(t) = 0 führt zu

lim
t→∞

lnU(tx)−lnU(t)−ξ lnx
A(t) = xρ−1

ρ .

Wir verwenden die Ungleichung aus [de Haan 2007, Theorem B.2.18]: Für eine
möglicherweises andere Funktion A0 mit A0(t) ∼ A(t), t→∞ und für alle ε > 0 existiert ein
t0 so, dass für t ≥ t0, x ≥ 1∣∣∣∣ lnU(tx)− lnU(t)− ξ lnx

A0(t)
− xρ − 1

ρ

∣∣∣∣ ≤ εxρ+ε. (4.16)

Wie im Beweis von Punkt (a) ist

ξ̂H
d
= 1

k

k∑
i=1

lnU(Yi,n)− lnU(Yk,n),

wobei die Yi unabhängig identisch verteilt mit Verteilungsfunktion 1− 1/x, x ≥ 1 sind. Für
den Rest des Beweises wird diese Darstellung für ξ̂H verwendet.

Anwenden von (4.16) mit t = Yk,n → ∞ fast sicher für n → ∞ (siehe Lemma 4.2.4) und
x = Yi,n/Yk,n für, wie im Beweis von Punkt (a), zu

ξ̂H
d
=

1

k

k∑
i=1

lnU(Yi,n)− lnU(Yk,n) (4.17)

=
ξ

k

k∑
i=1

ln

(
Yi,n
Yk,n

)
+A0(Yk,n)

1

k

k∑
i=1

(
Yi,n
Yk,n

)ρ
− 1

ρ
(4.18)

+ op(1)|A0(Yk,n)|1
k

k∑
i=1

(
Yi,n
Yk,n

)ρ+ε

(4.19)

und damit gilt
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√
k(ξ̂H − ξ) = ξ

√
k

(
1

k

k∑
i=1

ln
Yi,n
Yk,n

− 1

)
(4.20)

+
√
kA0(Yk,n)

1

k

k∑
i=1

(
Yi,n
Yk,n

)ρ
− 1

ρ
(4.21)

+ op(1)|A0(Yk,n)|1
k

k∑
i=1

(
Yi,n
Yk,n

)ρ+ε

. (4.22)

Der erste Term ist nach Lemma 4.2.5 asymptotisch normalverteilt. Ähnlich wie im Beweis
von Lemma 4.2.5 gilt

1

k

k∑
i=1

(
Yi,n
Yk,n

)ρ
− 1

ρ

d
=

1

k

k∑
i=1

Y ρ
i − 1

ρ
. (4.23)

Also konvergiert (4.23) nach dem starken Gesetz der großen Zahlen zu E(Y ρ
1 −1)/ρ = (1−ρ)−1.

Ähnlich dazu folgt auch

1
k

k∑
i=1

(
Yi,n
Yk,n

)ρ+ε P→ EY ρ+ε
1 = 1

1−ρ−ε .

Es bleibt also nur noch

A0(Yk,n)
A0(n/k)

P→ 1

zu zeigen. Dies folgt aus [de Haan 2007, Lemma 2.2.3], der Tatsache das |A0| regulär variie-
rend ist und [de Haan 2007, Proposition B.1.9].

Bemerkung Dieser Satz und auch jener über den Pickands Schätzer sagen nicht aus,
dass die Schätzer ein immer anwendbares Mittel sind. Es sind lediglich einige der üblichen
statistischen Eigenschaften unter sehr allgemeinen Voraussetzungen erfüllt. Für die asym-
ptotische Normalverteilung müssen Bedingungen zweiter Ordnung an die reguläre Variation
gestellt werden, welche aber in der Praxis kaum nachweißbar sind. Weitere Details zu dieser
Thematik befinden sich in [de Haan 2007].

Methode 3: Deckers-Einmahl-de Hahn Schätzer für ξ ∈ R
Obwohl in vielen Anwendungen im Versicherungs- und Finanzbereich die Annahme F ∈
MDA(Hξ), ξ > 0 durchaus als erfüllt gilt, ist die Einschränkung auf positive ξ ein klarer
Nachteil des Hill Schätzers. Der Deckers-Einmahl-de Hahn Schätzer ist eine Verallgemeine-
rung des Hill Schätzers für Hξ, ξ ∈ R. In Satz 1.3.9 sieht man, dass für F ∈MDA(Hξ), ξ < 0
der rechte Endpunkt xF von F endlich ist. Zur Vereinfachung wird hier xF > 0 angenommen.
Wie auch schon beim Hill Schätzer können Umformulierungen der Eigenschaften für regulär
variierende Funktionen zur Herleitung herangezogen werden und liefern

ξ = 1 +H(1)
n +

1

2

(
(H

(1)
n )2

H
(2)
n

− 1

)−1

, (4.24)
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mit

H
(1)
n = 1

k

k∑
j=1

(lnXj,n − lnXk+1,n)

und

H
(2)
n = 1

k

k∑
j=1

(lnXj,n − lnXk+1,n)2.

Weil H
(1)
n und H

(2)
n auch als empirische Momente interpretiert werden können wird dieser

Schätzer auch Momentenschätzer für ξ genannt.
In all den bisherigen Schätzern kann man (und sollte man auch) lnx durch ln(max{1, x})
ersetzen. In Anwendungen macht das aber meist kein Problem denn für k/n → 0 gilt

Xk,n
f.s.→ xF > 0, siehe Proposition 2.1.4.

4.3 Simulation und Anwendungen

In diesem Abschnitt soll das Verhalten bei endlichen Stichproben für die oben definierten
Schätzer illustriert werden. Einerseits auf Basis der beiden Beispieldatensätze und anderer-
seits mit simulierten Daten mit bekanntem Tailindex.
In der Simulationsstudie werden unabhängig identisch verteilte Pseudozufallszahlen aus den
in Tabelle 4.1 angeführten Verteilungen erzeugt. In der Tabelle ist auch der jeweilige wahre
Wert von ξ angegeben. Es werden Stichproben der Größe n = 1000 erzeugt und dieser
Vorgang wird für jede Verteilung r = 5000 mal wiederholt. Ein bekanntes Gütekriterium
für Schätzer ist der mittlere quadratische Fehler (MSE, mean square error), welcher durch
r−1

∑r
i=1(ξ̂i− ξ)2 gegeben ist. In unserem Fall hängt der MSE von k ab, da ξ̂ von k abhängt.

In dieser Simulation werden die Werte von 10 bis 200 für k verwendet, wobei zu beachten ist,
dass der Pickands Schätzer immer die obersten 4k Ordnungsstatistiken verwendet. Weiters
ist zu beachten, dass der Hill Schätzer nur für ξ > 0 wohldefiniert ist, während der Pickands
und Momenten Schätzer auf ganz R definiert sind.
Die Abbildungen 17 bis 20 zeigen den Durchschnitt der ξ̂i, i = 1, ..., r und den jeweiligen
MSE abhängig von der Zahl der verwendeten oberen Ordnungsstatistiken k. Die horizontale
Linie zeigt den wahren Parameter ξ.

Tabelle 4.1: Verteilungen der Simulationsstudie mit Parameter ξ

Verteilung ξ

Standard-Cauchy 1

Pareto(α = 0.5) 2

Standard-Normal 0

Standard-Uniform −1
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Abb. 17: Standard Cauchy-Verteilung: Schätzdiagramm für ξ (links) und mittlerer quadrati-
scher Fehler (rechts).
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Abb. 18: Pareto(α = 0.5)-Verteilung: Schätzdiagramm für ξ (links) und mittlerer quadrati-
scher Fehler (rechts).
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Abb. 19: Standard Normal-Verteilung: Schätzdiagramm für ξ (links) und mittlerer quadrati-
scher Fehler (rechts).
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Abb. 20: Standard Uniform-Verteilung: Schätzdiagramm für ξ (links) und mittlerer quadra-
tischer Fehler (rechts).
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Die Abbildungen 21 bis 23 zeigen die Schätzdiagramme für die beiden Beispieldatensätze
sowohl für den Parameter ξ als auch für das 0.99-Quantil in Ahängigkeit der Anzahl der
verwendeten oberen Ordnungsstatistiken k. Für den S&P 500 Index Datensatz wurden der
obere und untere Rand (=Gewinne und Verluste) der Verteilung der täglichen prozentuellen
Veränderungsraten getrennt betrachtet.
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Abb. 21: Versicherungsforderungen: Schätzdiagramm für ξ (links) und Schätzdiagramm für
das 0.99-Quantil (rechts).
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Abb. 22: S&P 500 Index Gewinne: Schätzdiagramm für ξ (links) und Schätzdiagramm für
das 0.99-Quantil (rechts).
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Abb. 23: S&P 500 Index Verluste: Schätzdiagramm für ξ (links) und Schätzdiagramm für das
0.99-Quantil (rechts).

Obige Analyse zeigt eine Möglichkeit der Anwendung von Extremwerttheorie in der Praxis.
In den Grafiken der Simulationsstudie sieht man deutlich, dass die Schätzer gemischte Ergeb-
nisse liefern. Während der Hill- und Momentenschätzer akzeptable Ergebnisse liefern, ist der
Pickandsschätzer in einigen Fällen unbrauchbar. Für alle Schätzer sind auch Eigenschaften
wie zum Beispiel der Trade-Off zwischen hoher Varianz für kleine k und Verzerrtheit für große
k deutlich erkennbar. Die oben definierten Schätzer sollten also keinesfalls ohne weitergehen-
de Analyse verwendet werden.
Leider konnte in dieser Arbeit nur an der Oberfläche der Extremwerttheorie gekratzt wer-
den. Es wurde aber weitestgehend versucht weitere Analysemethoden durch Literaturverweise
festzuhalten. Die in dieser Arbeit präsentierten Methoden bilden einen alternativen und sehr
modernen Zugang zu diversen Fragestellung, wie zum Beispiel der Schätzung von Quantilen
und sind somit ein fester Bestandteil in der Welt der Versicherungen und Finanz.
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